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ABSTRACT

In this work, we intend to explore data mining techniques to characterize data sources.
This requires a detailed study of classification techniques known in the literature and a
bibliographic overview of the methodology they use. They should also be characterized
methods of evaluating the performance of different classifiers as well as ways to avoid ratings
records so wrong. Finally, we analyze an experiment categorization of data sources using the
technique of Support Vector Machine classification in order to validate its efficiency in the

categorization of sites according with variation of specific parameters for the experiment



Resumo

Nesse trabalho, pretende-se explorar técnicas de mineracdo de dados para
caracterizagao de fontes de dados. Para isso ¢ necessario um estudo minucioso de técnicas de
classificagdo conhecidas na literatura bem como um apanhado bibliografico das metodologias
por elas usadas. Devem-se caracterizar também métodos de avaliacdo de desempenho de
classificadores distintos bem como maneiras de se evitar classificagdes de registros de
maneira equivocadas. Por fim, analisa-se um experimento de categorizac¢do de fontes de dados
pela técnica de classificacdo de Suporte Vector Machine de modo a validar sua eficiéncia na

categorizagao de sites segundo variacao de parametros especificos para o experimento.

Palavras-chave: classificacdao, desempenho, fontes de dados
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1 Introducao

11  Motivagao

A Deep Web cresce a cada dia, Madhavan et al. [2] estimam que devem existir cerca
de 25 milhdes de fontes de dados escondidas na Web. Entretanto, os esforcos para a
indexagdo desses dados ainda se mostram insuficientes. Problema maior existe na integragdo
dos dados, conforme relatado por [18] e [25]. A grande quantidade de fontes, a
disponibilidade imprevisivel e as constantes diferencas entre os esquemas de dados requerem
técnicas automaticas e dinamicas de integracdao. Diversos esfor¢cos vém sendo feitos nessa
direcdo, no entanto, atualmente grande parte das fontes ¢ vista como se fossem conjuntos de
dados disjuntos.

Mediadores de consultas sdo aplicagdes que promovem a integracdo de fontes de
dados. Eles devem ser capazes de identificar novas fontes, eliminar fontes obsoletas e
“enxergar” o conjunto completo dos dados como se fossem instiancias de um Unico esquema
integrado de dados. Pode-se dividir o problema de mediacdo de consulta em cinco

subproblemas, conforme Madhavan et al [2]:

i.  Identificar novas fontes de dados e excluir fontes obsoletas: busca de fontes
ii.  Extrair dados de documentos nao estruturados: extragdo de dados
iii.  Alinhar esquemas de dados: alinhamento de esquemas
iv.  Gerar esquema de dados mediado: construgao de esquema global

v.  Distribuir consultas de usuérios pelas diversas fontes: mediagdo de consulta

O primeiro subproblema diz respeito a disponibilidade imprevisivel das fontes.
Mediadores ndo tém controle sobre o ambiente mediado. As fontes podem entrar e sair do
ambiente a vontade. Portanto, a lista de participantes deve ser constantemente atualizada.

O segundo subproblema trata da captura de dados estruturados a partir de documentos

ndo estruturados como, por exemplo, paginas HTML.
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O terceiro e quarto problemas dizem respeito a constru¢do de um esquema de dados
global (subproblema iv), chamado esquema mediado, a partir dos varios esquemas exportados
pelas fontes de dados. Nesse processo, conceitos equivalentes em diferentes esquemas devem
ser unificados (subproblema iii).

Finalmente, as consultas dos usuarios devem ser interceptadas, traduzidas e
distribuidas para cada fonte de dados. Os resultados parciais de cada fonte sdo, entdo,
integrados e devolvidos para os usudrios (subproblema v). Nessa ultima etapa torna-se de vital
importancia a otimizacdo da distribuicdo das consultas entre as varias fontes evitando-se
encaminhar consultas a fontes de dados que provavelmente ndo retornariam nenhuma
resposta. Isso pode ser alcancado classificando-se fontes de dados e consultas por assunto de
modo que o encaminhamento de consultas seria feito somente para fontes de dados que tratam
do mesmo dominio de informagdo que a consulta.

Este trabalho apresenta um estudo de técnicas de mineragdo de dados aplicadas ao
problema de classificacdo com o objetivo de desenvolver um classificador de fontes de dados.
Apresenta também os resultado obtidos por um experimento utilizando uma das técnicas.

Este trabalho estd estruturado da seguinte forma: no capitulo 2 sdo apresentadas
técnicas de mineracao de dados aplicadas ao problema de classificagdo. O capitulo 3 descreve
algumas fun¢des de similaridade entre objetos usadas por alguns classificadores (como os
classificadores baseados nos k-vizinhos mais proximos) bem como os métodos de
discretizacdo de atributos continuos, que servem para melhorar o desempenho de alguns
classificadores (como arvore de indugdo e Naive Bayes). O capitulo 4 descreve Overffiting de
modelo e métodos para avaliar o desempenho de classificadores. O capitulo 5 descreve o
experimento realizado para classificacdo de fontes de dados e finalmente o capitulo 6

descreve as conclusoes sobre o estudo realizado.
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2 Técnicas de classificacao

2.1 Introdugédo

O problema de classificagdo refere-se a criagdo de um processo automatico de
inferéncia da classe a qual pertence cada um dos registros de um conjunto com base na
avaliacdo de seus atributos. Para isso faz-se uma avaliagdo dos atributos de registros
preliminares, normalmente conhecidos por registros de treinamento. O algoritmo deve
formular um modelo adequado capaz de inferir um rétulo de classe apropriado a cada um dos
registros de teste cuja classe ¢ desconhecida com uma boa porcentagem de registros
classificados corretamente segundo a base de dados utilizada. Os registros de teste sdo
registros de mesma natureza dos registros usados para treinamento, mas que ndo participaram

da geragdo do modelo. A ilustracdo a seguir adaptada de [3] ilustra essa idéia:

de
Conjunto de Aprendizagem
Treinamento

Aprender
Mcodelo

Modelo

Aplicar
Modelo

‘mlc

Conjunto de Testes

Ilustragao 1: Resolucido de um problema de classificacio
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Pelo que foi exposto acima, pode-se entdo definir classificagdo como uma tarefa de
aprender uma fungdo alvo f que mapeie um conjunto de atributos x para uma das categorias ja

definidas y.

Os métodos automadticos de classificagdo aqui descritos podem ser categorizados por

alguns paradigmas segundo [11]:

i. Classificadores Simbolicos: procuram representar o conhecimento através de
simbolos ou expressdes ldgicas. Sao representantes desses classificadores as arvores de
inducdo (secdo 2.1) e o classificador baseado em regras (se¢do 2.2).

ii. Classificadores estatisticos: o foco € posto nos atributos dos objetos usados
pelos classificadores, em que todos os atributos tém valor continuo ou ordinal. Também com
respeito a esse aspecto sao obtidos parametros da anélise dos dados (como o desenvolvimento
de um limite linear que separa os objetos classificados). Os representantes desse grupo sao os
classificadores de bayes (se¢do 2.5) e o support vector machine (se¢ao 2.6)

iii. Classificadores baseados em instdncia: baseiam-se em exemplos de
classificacdo anteriores que determinam que para um novo exemplo ser classificado, esse
exemplo deve ser comparado aos outros e medido assim um grau de semelhanca
relativamente a objetos cuja classificagdo ¢ conhecida. O método dos k-vizinhos mais
proximos de um exemplo de teste (se¢do 2.4) € um representante desse grupo.

iv. Classificadores conexionistas: criam um modelo de classificacdo que tenta
simular as conexdes neurais do sistema nervoso humano. Esses métodos de classificagao

baseiam-se no paradigma de redes neurais.
As proximas sec¢oes apresentam as seguintes técnicas de classificagdo: 2.2 - Indugao

da arvore de decisdo, 2.3 - Indugdo de Regras, 2.4 - k-vizinhos mais proximos, 2.5 - Bayes e

2.6 - Support Vector Machine (SVM).
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2.2 Inducao da arvore de decisao

Uma arvore de decisdo ¢ uma estrutura que representa o conhecimento extraido do
conjunto de treinamento sobre um determinado assunto sob a forma de uma arvore, conforme
descrito por J. R. Quinlan (1986) [21]. Os nos internos representam testes sobre os valores dos
atributos com cada né representando um atributo. Cada um dos resultados do teste leva a uma
subarvore, sendo a estrutura da subarvore a mesma da arvore. Cada um dos nodos folha
representa uma categoria ou rotulo inferido a partir da avaliagdo dos atributos de treinamento.
Podem-se ter varias arvores para um mesmo conjunto de treinamento, com testes sobre
atributos feitos em ordem diferente. A melhor escolha depende do grau de pureza produzido
por cada um dos particionamentos dos registros de treinamento originais, como sera discutido
mais adiante, e do erro em classificar objetos ainda ndo vistos. Na ilustragdo 2, adaptada de
[31] e dada a seguir, encontram-se duas arvores produzidas pela avaliagdo do mesmo conjunto

de treinamento, podendo-se visualizar os conceitos aqui expostos.

Atribuio reste

jp Proprie E tado Renda
tario Ciwil Anual
Sim  |Solteiro |12:x

MNao Casado [1o0oK \Propriet. G

- Sim Mao
M3o |Salteiro |7oK / \- '
Sim |Casado |1zox VELE |Est. Ciwil |

Divorciadg 95k
MNic [|Casado |&ok
Sim  Pivorciadg 220K
Nio |Solteiro [szk

|
-‘ Snlteirc.ﬁiucrciadn Casado

R Anual | e
< 80K \ > 80K
L]

¥

D m s M A R W M o=
=
1]
[=]

Nio [Casado |7=k ED] Sim
12 |NFo  |Solteiro |sok
Dados de Modelo: arvore de decisao
treinamento
Est. Civill  sglteiro,
r . . g H" i [
Hustracgdo 2: Duas arvores diferentes produzidas casad,?f “lemadn
pela avaliacio do mesmo conjunto de treinamento NE’E‘: Propriet|
Sim /, -~\Nau
¥ o Y
Nﬁa R, Anual
< BOK \> 80K
), \
R Sim
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O processo de classificagdo de um registro com a arvore formada ¢ definido, ainda
segundo J. R. Quinlan (1986) [21], pela avaliagdao dos atributos do registro de teste segundo a
arvore montada e descendo um nivel na arvore segundo o valor de cada atributo do registro de
teste até que se chegue a um nodo folha. O nodo folha conterd o rétulo ou categoria do

registro de teste dado pelo modelo, segundo a ilustracdo a seguir.

Dado para teste

Proprie Est, Civil R. Anual Deve
t-.é-l rio Dor
?Ia"ru.p'rief. '
L)
Yes ED
P .
Nao |Est. Civil
!
Sulteirn},{(Divurciadn \'iasadﬂ
R. Anual | 5
;J \ L
< 80K, \ > 80K
\
Nio Sim

Iustracao 3: como rotular um registro de teste adaptada de [31]

Como encontrar uma arvore Otima para o problema de classificacdo ¢ inviavel (o
espaco de pesquisa pode crescer exponencialmente), muitas métricas sdo utilizadas seguindo
uma decisdo local sobre quais atributos usar no momento para particionar o conjunto de

registros de treinamento (isso sera visto na se¢ao seguinte).

Por enquanto, discrimina-se um algotitmo que ¢ a base para muitos algoritmos de
arvore de decisdo existentes (como ID3, C4.5 e CART [3] e [11]) e ¢ chamado de algoritmo

de Hunt, Earl B. Hunt (1962) [21].
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2.2.1 Algoritmo de Hunt

O crescimento da arvore ¢ realizado de forma recursiva, pelo particionamento dos
registros de treino em subconjuntos mais puros. Suponha-se como D; o conjunto dos registro
de treinamento associados ao nodo t e que y = {yi, V2,...,ya} sejam os rotulos das classes

desses conjuntos de treinamento. Esse algoritmo ¢ definido recursivamente como a seguir:

1) Caso todos os registros de Dy pertencam a mesma classe y;, t ¢ um no6 folha

rotulado como y; (condig¢do de parada do algoritmo)

2) Caso Dy contenha registros que pertencam a mais de uma classe, uma
condi¢do de teste de atributo ¢ selecionada para que os registros sejam particionados em
subconjuntos menores. Um no filho serd criado para cada resultado da condi¢do de teste e
subconjuntos do conjunto original D; serdo associados aos filhos baseados nos resultados do

atributo de teste. O algoritmo ¢ aplicado de forma recursiva a partir daqui a cada filho criado.

A ilustracdo 4 dada a seguir ilustra esse processo:

Froprie
ario

(ﬁmpn
ario

i - Néo
S|m \L
Naol ./ESt-v
\ il _
Solteiro, Casado Solteiro, ~~. Casado
Divorcliado Divorciado

Sim i0

Hustracio 4: Uso do algoritmo de Hunt para montagem da arvore usando os dados de
treinamento da ilustracio 2, adaptada de [31]
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Sendo o algoritmo definido acima, algumas questdes de projeto precisam ser

definidas. Tais questdes serdo analisadas mais a fundo nas proximas sessoes.

Uma das questdes mais pertinentes sobre o tratamento dos registros de treinamento diz
respeito a sele¢do dos atributos a serem analisados a cada passo recursivo. Os testes realizados

sobre os atributos serdo tratados com detalhes a seguir.

Outra questdo chave ¢ o quanto expandir a arvore a partir dos registros de treinamento.
Uma estratégia ¢ continuar expandindo até que todos os registros de treinamento sejam do
mesmo tipo ou tenham valores de atributos iguais. Tal estratégia pode fazer com que o
modelo de classificacdo se adeque perfeitamente aos dados de treinamento, e generalize mal
relativo a atribuicdo de classes a objetos ndo vistos previamente . Outros critérios podem ser
adotados para evitar tal situacdo, como a pré-poda [3], que faz com que o algoritmo pare de
expandir a arvore antes de se ter uma arvore cujos nodos testem todos os registros de
treinamento e adeque as solugdes obtidas pela arvore aos dados de treinamento e também a
pos-poda [3], que analisa os registros apds a formagao da arvore completa. Tanto a pré-poda

quanto a pos-poda serdo discutidas no final dessa se¢ao.
2.2.2 Particionamento de registros

O particionamento de registros segue uma logica baseada na medida de impureza dos
registros, havendo muitas métricas para se medir a impureza de um conjunto de registros a ser

particionado. Algumas das quais estdo explicitadas abaixo [3].

Sl o

-S| pl b @)
i=0 14
c—-1 :
erro(t) =] —max p(fj 3)
i=0
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Nas equagdes anteriores, p(i/t) € a parcela de registros pertencentes a determinada
classe 1 associada ao nodo t, sendo as classes de registros rotuladas de 0 até c-1. A equacao 1
¢ denominada entropia de um nodo t, a equagdo 2 refere-se ao indice gini de um nodo t ¢ a

equacdo 3 ¢ o erro de classificacdo de um nodo t.

O melhor atributo para dividir um conjunto de registros ¢ aquele que produzir a
divisdo mais “desigual de registros”, alocando registros de classes diferentes em nodos

diferentes. O exemplo a seguir, retirado de [3] ilustra essa idéia:

Masculinj/ Yeminino

CPF do
Cliente

C0:6 C0:4 Familia .
Cl4 Cl:6 Luxo Cliente 1 Cliente n
()
C0:1 C0:8 Co:1
C1:3 C1:0 C1:7 C0:1 C0:0

C1:0 Cl:1

Iustracio 5: varias formas de dividir conjuntos de registros segundo diferentes atributos

Pela equacao do indice gini, pode-se perceber que a média ponderada do gini para o

atributo “Sexo” ¢ (10/20) * 0,48 + (10/20) * 0,48 = 0,48.

Usando a média ponderada para o segundo atributo “Tipo de Carro” obtém-se

(4/20)*0,375 + (8/20)*0 + (8/20)*0,219 = 0,075 + 0,0876 = 0,1626.

Pelas médias obtidas dos dois ginis calculados, o atributo que produz a melhor divisao
desconsiderando a andlise do ultimo atributo “CPF”, € o tipo de carro (média do gini para os

nodos ¢ de 0,1626).

No entanto, o uso do gini como escolha primordial para o atributo de teste pode se
mostrar insatisfatorio considerando a analise do CPF de um Cliente, visto que o CPF ¢ Unico
para cada cliente, cada particionamento conterd um unico registro. Conclui-se que a média do
indice gini pode ser bem menor do que para o “Tipo de Carro”. Assim, nem sempre um

atributo que produz muitas parti¢gdes ¢ confiavel, pois a quantidade de registros em cada
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particdo pode ser pequena demais. Nesse caso, deve-se penalizar um atributo que produz
muitas parti¢cdes seja restringindo as parti¢des produzidas por um nodo a apenas dois atributos
(o algoritmo de arvore de decisao CART utiliza essa abordagem), ou entdo, considerar as
varias partigdes com penalidade (utilizado pelo algoritmo C4.5), que consiste na taxa de

ganho dada a seguir:

Alnfo

TaxaGanho = ————
InfoDiv (4)

A informacao de divisdo ¢ dada da seguinte maneira:

k
InfoDiv = —z p(vl.)log 2]9(\/,-) (5)
i=1

Na equagdo 5, k simboliza o total de divisdes do atributo e p(vi) € o nimero de
registros pertencentes ao i-¢simo valor do atributo. Isso sugere que, se um atributo produzir
grande numero de divisdes, infodiv sera grande e a taxa de ganho diminuird. J4 o ganho de
informagdo (equagdo 6) ¢ definido pela diferenca entre o grau de impureza do nodo pai (antes

da divisdo) com o de seus filhos (apds a divisdo).

O que essa equacdo nos indica ¢ que maximizar o ganho de informagdo equivale a

minimizar as médias ponderadas de impureza dos nodos filhos em relagdo ao nodo pai.

A equacdo abaixo resume o ganho de informagao (Alnfo):

k. N( V,)

Alnfo = I(pai) — Z [(Vj) (6)

Na equacdo 6, I(pai) ¢ a medida de impureza do nodo pai, I(v;) ¢ a medida calculada
para a impureza do nodo filho v;, o que pode ser dado por alguma das equagdes (1), (2) ou (3).
N(v;) simboliza o numero de registros associados ao nodo filho vj e N é o nimero total de
registros testados pelo nodo pai. Para o algoritmo C4.5, usa-se a entropia como métrica de

impureza.

Comparando os valores da taxa de ganho de diversos atributos, pode-se escolher
aquele que tem a maior taxa de ganho para a divisdo dos registros a cada etapa de formacao

da arvore de decisao.
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2.2.3 Pré-Poda:

Na pré-poda o algoritmo de arvore de decisdo ¢ parado antes de produzir uma arvore
que se encaixe perfeitamente nos registros de treinamento. Tal condi¢do de parada pode ser
avaliada por algum dos critérios ja vistos, como o indice gini(equagdo 2) ou a taxa de ganho
(equagdo 4). Compara-se, por exemplo a diferenca entre as entropias dos nodos filhos e a
entropia do nodo pai. O algoritmo para quando ndo for mais possivel uma diferenca de
entropia significativa ou quando o niimero total de registros para um mesmo nodo também
apresenta um valor abaixo do total de seu respectivo nodo pai, por exemplo. Uma das
vantagens da parada cedo ¢ o fato de evitar o aumento da complexidade da arvore de decisdo.
Uma arvore muito complexa pode estar sujeita a overffiting (secdo 4.1). O melhor seria adiar
a parada cedo para alguns nodos descendentes posteriores, pois, se por alguma métrica
utilizada os n6s descendentes apresentarem desempenho também abaixo do esperado, a poda

do ramo € necessaria.

2.2.4 Pos-poda:

A pos-poda ¢ feita apos o algoritmo de obtencdo da arvore de decisdo ter sido
completamente executado e ¢ um complemento a pré-poda. A pds poda realiza entdo uma
avaliacdo bottom-up das sub-arvores da arvore original considerando alguma medida de
desempenho como o ganho de informacdo de modo a identificar possiveis ramos candidatos a
poda. Duas medidas podem ser tomadas. Na primeira a subarvore pode ser substituida por um
nodo folha, atribuindo-lhe a classe da maioria dos registros da sub-arvore. Ou entdo a
subarvore pode ser substituida por outra usada com maior freqiiéncia. Isso ¢ feito de modo a
replicar partes da arvore com testes sobre atributos que mais caracterizam os dados e assim
aumentar o poder de expressdo da arvore se o ganho observado com a nova sub-arvore for

maior do que com a antiga.

A pos-poda condiciona melhores resultados do que a pré-poda, pois toma suas
decisdes baseada em uma 4rvore com erro de treinamento baixo e ja completamente

desenvolvida. No entanto, os calculos realizados antes da poda da arvore podem ser
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desperdicados, perdidos. Realizar a pds poda pode ser computacionalmente custoso, pois

deve-se analisar cada subéarvore da arvore original.

2.3 Inducgao de regras

Um classificador baseado em Inducdo de Regras formula regras em torno da
categorizagao dos registros de treinamento de modo que o antecedente de cada regra seja uma
sentenca condicional (composta de conjungdes de clausulas, sendo cada clausula um teste
sobre algum atributo definido no conjunto de treinamento) e o lado direito, denominado
conseqiiente, define a categoria da classe. Os principais conceitos aplicados a um classificador

de regras podem ser vistos em [3], [27] e [28]. Tais conceitos serdo descritos a seguir.

A estrutura basica de uma regra em um classificador de regras pode ser definida pela

equacao 7.

R S —~Y, ()

Sendo R; a regra, S é a sentenga condicional e Y; ¢ a classe da regra dada pela
avalia¢do da sentenca. O indice i denota o nimero da regra. Assim, a sentenga condicional ¢

dada como abaixo:

S =(<atributo >, <Operagdo > <Valor >)ad.and (< atributo >, <Operagdo > <Valor >, (8)

Na equagdo 8, atributo corresponde a algum valor de atributo dos registros de teste
propriamente dito e a operagdo corresponde a algum operador relacional dentre {=,
<><>#}. Em uma sentenca pode-se ter k testes de atributos onde k < n, correspondendo n
ao total de atributos distintos dos registros.

As regras de classificagdo também podem ser obtidas a partir de uma arvore de
indugdo. A obtencao de regras a partir de uma arvore de indugdo foi formalmente definida por
Quinlan (1985) [21]. Cada caminho na arvore da raiz até as folhas representando uma regra, o
conseqiiente da regra é dado pela folha em questdo e cada um dos nés internos da arvore
juntamente com sua aresta representando uma clausula. Assim para um mesmo registro deve

haver apenas um caminho da raiz as folhas. Considerando os registros de treinamento dado a

seguir para a classificagdo de bons e maus pagadores.
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Tabela 1: Registros de Treinamento para um problema de crédito bancario, adaptado de [31]

ip Proprie Estado Renda Deve

tario il Anual  dor

1 |5im  |Solteiro | 1zex MEa
2 [|MEo |Casado |iock Naa
3 |NGo |Solteiro |7o0K L ETH
4 |Sim |Casado |120K MNao
g Mao Piverciadg2sK Sim
& IN3o |casado |sck Man
) Sim Divorciadd 220K M3o
B |nN3o |Solteiro [esk Sim
& In3o [Casado |75K | REL
10 [nze  |Solteiro [sok Sim

A 1ilustragdo 3 da se¢do 2.2 mostra uma das arvores de inducdo obtidas a partir da
tabela 1. Tomando-se essa arvore, podem-se construir as regras de inducdo como explicado.

As regras obtidas a partir da arvore da ilustracdo estdo ilustradas abaixo:
R, : (Proprietario = Sim) — Ndo
R, : (Proprietario = Nao)" (Est.Civil = {Soleteiro, Casado})" (R.Anual < 80k) — Nao
R, : (Proprietirio = Nao)" (Est.Civil = {Solteiro, Divorciado} )" (R.Anual > 80k) — Sim

: (Pr oprietario = Ndo )" (Est.Civil = Casado ) — Ndo
4 P

Na verdade a extragdo de regras de inducdo através de uma arvore ¢ dito um método

indireto de extragdo de regras. O método direto serd visto mais adiante.

Levando em conta as regras acima, a maneira usual de medir sua qualidade ¢ através
da cobertura e precisdo da regra. A cobertura ¢ definida como a fracdo entre o total de
registros cujos valores dos atributos satisfazem ao antecedente da regra R; (S) e a totalidade

dos registros (T). Como pode ser visto abaixo:

Cobertura(R.) = % 9)
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A cobertura da regra R; segundo essa definicao ¢ 0,3.

Um fator também importante para definir a qualidade da regra ¢ sua precisdo. A
precisdao pode ser definida como a fragdo do ntimero de registros que satisfazem ao mesmo
tempo o antecedente € o conseqiiente de uma regra (SNy) e o valor de S definido acima. A

precisdo ¢ definida abaixo:

(Sny)

Precisad R,) = S

(10)
A precisdo da regra R; ¢ entdo 100%. Considera-se agora o acréscimo da seguinte

regra ao conjunto de regras definidas anteriormente:

: (Proprietario = Nao)" (Est.Civil = {Solteiro,Casado}) — Sim
5

Calculando a precisao dessa regra obtem-se: Precisao (Rs5)=2/6=0, 3333.

Isso quer dizer que essa regra classifica corretamente apenas 2 registros de 6
satisfeitos pelo antecedente da regra. Tem baixa precisdo, no entanto a cobertura da regra ¢
maior do que para a regra R;: cobertura (Rs) = 6/10 = 0,6. O dobro de cobertura de R;.

Ja aregra R, tem precisdo maxima, mas baixa cobertura.

Dessa discussdo conclui-se que considerar os fatores de cobertura e precisdo
isoladamente pode ndo produzir resultados aceitaveis. Uma nova métrica de avaliacdo da
qualidade de regras considerando conjuntamente os dois fatores de avaliacdo descritos acima
deve ser considerada. Tais métricas sdo chamadas métricas estatisticas e probabilisticas [3].

Abaixo sao definidas quatro delas:

k k

R:Zf log L (11) avaliacdo—m:f%rkp (12)
i i n

laplace = ﬁ—+1 (13)  Foil = logzi_ logzL (14)

ntk p1+n1 p2+n2
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Na equagdo 11 fj denota a frequéncia observada dos exemplos da classe i cobertos por
R, k € o numero de classes do modelo e ¢; ¢ a freqiiéncia aleatdria para a classe i. Um valor
grande para R significa que o total previsdes corretas realizadas para a regra R € maior do que
a previsao aleatoria. Considerando as regras R; e Rs:

R(Ry)=[3 x logx(3/2,1) + 0 x 10g>(0/0,9)] = 51,46%

R(Rs)=[4 x logy(4/4,2) + 2 x logx(2/1,8)] = 2,26%

A cobertura da regra R; € baixa, no entanto ela & preferivel em relagdo a regra Rs,
porque tem uma precisdo de 100% dado que Rs classifica corretamente somente 2 dos 6
registros de treinamento submetidos a ela.

A equacado 12 ¢ dita avaliagdo-m e a equagdo 13 ¢ dita métrica de laplace. f; simboliza
o niamero de exemplos corretamente classificados pela regra, k € o nimero total de classes, p
¢ a freqiiéncia da classe que a regra rotula e n ¢ o niimero total de exemplos cobertos pela
regra.

A equagdo 14 ¢ chamada ganho de informac¢do de Foil. Pode-se verificar se a adigao
de mais algum teste de atributo em uma regra produz maior ganho na classificacdo de
exemplos positivos (classificados corretamente pela regra) do que a regra em sua condigdo
anterior (o algoritmo de Ripper que sera visto adiante usa a métrica de Foil na poda da regra
obtida). Na equac¢do py indica a quantidade de exemplos positivos cobertos pela regra antes da
adicado de mais um teste de atributo na regra, ny indica os exemplos negativos cobertos
anteriormente pela regra original, p; simboliza os exemplos positivos cobertos pela regra apds
sua expansdo e n; a quantidade de exemplos negativos da regra aumentada. Os exemplos

negativos sdo aqueles classificados incorretamente pela regra.

2.3.1 Métodos diretos de extracio de regras

Outras formas de se obter o conjunto de regras sdo pelos chamados métodos diretos.
Abaixo se descrevem as duas principais abordagens de métodos diretos: por regras ordenadas
ou por regras nao ordenadas. Basicamente devem-se resolver os problemas de qualidade das
regras, como comentado acima e da determinagdo da classe de um registro por mais de uma

regra. A definicdo dos métodos diretos de extracdo de regras pode ser vista em [3] e [28].
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2.3.1.1 Regras ordenadas

A estratégia de regras ordenadas considera a ordenacdo decrescente das regras
segundo algum critério estabelecido, como a ordem de geracao das regras, cobertura, precisao
das mesmas, Laplace, avaliagdo-m (vistos anteriormente), etc. Quando se classifica um
registro de teste, ele ¢ submetido a classificacdo pela regra de mais alta prioridade. Caso o
registro sendo testado nao corresponda ao teste por tal regra, ele ¢ submetido a segunda regra
de maior prioridade e assim sucessivamente. Deve ser definido entdo um esquema de
ordenacdo de regras. A ordenacdo pode ser construida baseada em regras ou baseada em
classes. Na ordenagdo baseada em regras, ordenam-se as regras de maneira individual por
alguma métrica de qualidade dentre as ja citadas. Uma desvantagem para esse esquema € o
fato de que regras de menor prioridade vém sempre abaixo das demais e pressupdem a
negacdo dos atributos testados nas regras anteriores. Como um exemplo, pode-se tomar a
ordenacgdo das regras R; até a regra Rs segundo a cobertura das mesmas. Os registros de teste
seriam testados pelas regras nessa ordem: Rs, R4, R3, Ry, R;. No caso as coberturas de Ry até
R; sdo idénticas (0,3), mas supondo-se os testes serem realizados na ordem exposta. A
interpretacdo da regra Rs que testa alguns atributos que também sdo testados pelas regras cuja
avaliacdo da cobertura ¢ menor, ¢ que todos os registros cujos atributos tenham os valores
dados por Rs serdo classificados primeiro (e alguns de forma incorreta), ndo importando se as
regras posteriores comparem mais atributos, as classificacdes posteriores nao irdo passar por
elas, pois esses atributos ja foram validados pela regra de maior prioridade. Como se vé a
interpretacdo das regras de menor prioridade fica confusa conforme a prioridade da regra
diminui.

Outra forma de se ordenar as regras € pelas suas classes, no qual regras que pertencam
a mesma classe aparecerao juntas nos critérios de teste sobre registros. Assim, uma ordenagao
das regras sem se considerar as classes ¢ gerada. Apds isso, as regras que foram ordenadas
serdo agrupadas segundo a classe a que pertencam, com a regra da classe que mais satisfaz o
critério de ordenacdo em primeiro lugar. Apés ela, virdo as demais regras para essa classe.
Nesse caso, como o agrupamento ¢ relativo as classes das regras, regras de maior prioridade
global podem ser preteridas em relagdo as de menor prioridade, com os registros testados por
uma regra menos prioritaria antes sobre essas ultimas. A maioria dos classificadores baseados
em regras mais conhecidos (como C.4.5 rules e Ripper) empregam esse esquema de

ordenacao.
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2.3.1.2 Regras nao ordenadas

A segunda estratégia é por regras ndo ordenadas: cada registro pode ser classificado
por multiplas regras de classificacdo. Cada vez que um registro ¢ rotulado por uma regra, essa
variavel da classe a qual a regra pertence recebe um determinado “ponto” na discrimina¢do da
classe do registro. O registro pode receber o valor da classe com o maior nimero de votos,
com o voto tendo um determinado peso dependendo de algum fator como cobertura, precisao,
avaliacdo-m, etc. Podem-se unir varios métodos com determinados pesos no resultado final.
Esse tipo de abordagem pode ser menos propenso a erros de escolha da ordenagdo da regra, ja
que considera todos os casos em que alguma regra ¢ satisfeita pelo registro. No entanto o
processo de classificagdo ¢ bem mais demorado dado que determinados atributos do registro

devem ser comparados aos testes realizados por cada uma das regras.

2.3.2 Aumento de regra

Deve-se encontrar uma determinada regra R que descubra a maior parte dos exemplos
positivos do conjunto de treinamento e poucos ou nenhum exemplo que ndo corresponda a
regra a ser descoberta para uma determinada classe Y;. Dado o espaco exponencial de
combinag¢do de atributos para regras, descobrir uma regra 6tima pode ser computacionalmente
inviavel. Entdo, o que pode ser feito ¢ o aumento gradativo dos valores de atributos testados
pela regra. H4 duas espécies de aumento de regra: geral-para-especifica e especifica-para-
geral.

2.3.21 Geral-para-especifica

Nessa estratégia, uma regra inicial R:{}-> Y; ¢ criada. Essa regra classifica todos os
registros de treinamento como sendo do tipo Yi. Novos testes sdo adicionados posteriormente
para melhorar a qualidade da regra. O melhor dos conjuntos de regras para uma determinada
iteracdo € escolhido, adicionando-se um novo teste sobre atributo ao antecedente da regra. O
processo segue até que ndo seja mais possivel aumentar a qualidade da regra pela adicao de
um novo atributo. Essa estratégia ¢ demonstrada na ilustragdo 6 abaixo, sobre o problema de
classificagdo da Tabela 1, onde o teste sobre o atributo Est. Civil={Casado} ¢ escolhido para
aumentar a qualidade da regra. A partir desse teste, novos atributos serdo adicionados no

sentido de se aumentar a obtencao de exemplos positivos para a regra.
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Est.Civil=Solte

R. Anual < 80 (...)
iro->Nao

-> Nio

Est.Civil={Casado,
Solteiro}->No

st.Civil={Casado

Est. Civil= {Casado}
Divorciado}->Nag

Propriet.=Nao->Nao

b

Iustracao 6: Estratégia de geracao de Regras Geral para Especifica

2.3.2.2 Especifica-para-geral

Na abordagem especifica-para-geral, escolhe-se aleatoriamente um dos exemplos de

treinamento e o rétulo do mesmo como a classe alvo (exemplo positivo) e apds, remove-se

conjuntos de atributos existentes no exemplo positivo de modo a cobrir mais exemplos

positivos. O processo definido na ilustracdo 7 demonstra essa estratégia comegando com o

registro 1 da Tabela 1. Continua-se a remog¢@o pelo conjunto que produzir mais exemplos

positivos em uma estratégia avida para encontrar a melhor regra.

O processo terminard quando o critério de parada for estabelecido, ou seja, quando o

refinamento de cada um dos nodos passar a cobrir exemplos negativos.
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Passol

Rétulo = Nao

Propriet.=Sim, Est. Civil=Solteiro,
R. anual > 80K

Propriet.=Yes, Est. Civil=Solteiro

Est. Civil=Solteiro, R. anual > 80k

Ilustracdo 7: Estratégia de obten¢do de regras especifica para geral

Através das estratégias anteriores, pode-se produzir regras que ndo maximizem a
cobertura de exemplos positivos. O algoritmo poderia entdo, para efeito de melhoria, manter
algumas regras melhores candidatas segundo algum critério. Cada regra candidata poderia ser
aumentada separadamente. A qualidade dessas candidatas seria reavaliada a cada iteracao.

Apbs a descoberta das regras as mesmas podem ser podadas para diminuirem seus
erros de generalizagdo. As estratégias de poda sdo descritas na se¢do 2.7. Caso o erro de
generalizagdo diminua ap6s a poda, as regras podadas sdo usadas em relagdo as originais.

Abaixo se tem a descrigdo de dois métodos diretos muito usados para a extragcdo de

regras, a saber: cobertura seqiiencial e Ripper.

2.3.3 Cobertura Seqiiencial

No método chamado cobertura seqiiencial estabelece-se critérios de decisdo de quais
regras relacionadas a uma determinada classe devem ser geradas primeiro. Isto depende de
alguns fatores como a predominancia de registro da classe no total de registros ou o custo do
erro de classificagdo da classe. Comecga-se entdo com um conjunto de regras R vazias (ou lista
de decisdo vazia), um conjunto de registros de treinamento E ={(A;, y;)}, que contém pares de
atributo-valor e um conjunto ordenado de classes {yo, yi,..-,Yk}-

Através de uma funcdo cujo objetivo ¢ de se “descobrir uma regra” (alguma das

estratégias especifica - para geral ou geral-para-especifica anteriores), considera-se cada
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conjunto de registros pertencentes a classe ordenada y; como um “conjunto positivo”. O
objetivo ¢ entdo descobrir testes nos registros de treinamento que maximizem o conjunto de
registros positivos encontrados (registros cujas classes pertencem a yj). Os registros
pertencentes a outras classes sdo considerados exemplos negativos. Assim que se encontra tal
regra, os registros de treinamento pertencentes a regra em questdo sdo desconsiderados e
pega-se a proxima classe yj, sendo a nova regra adicionada a R. Repete-se o processo para
cada um dos y;’s do conjunto de rotulos, permitindo a geracdo de regras para a proxima
classe.

2.3.4 Algoritmo de Ripper

O algoritmo de Ripper [3] ¢ apropriado para inferir regras diretamente de registros
com distribui¢do de classes desequilibradas. O conjunto inicial de treinamento ¢ dividido,
usualmente com 70% do conjunto de treinamento podendo ser usado para inferéncia das
regras € a porcentagem restante utilizada como um conjunto de validagdo para evitar o
overfitting de modelo.

De acordo com a freqiiéncia das classes no conjunto geral dos registros de
treinamento, as mesmas sdo ordenadas em ordem crescente em um conjunto Yo = (Y1, Y2,.--»
Vn). A geracdo de regras ¢ dada pelo algoritmo de cobertura seqiiencial. O algoritmo escolhe a
estratégia geral-para-especifica para aumentar a regra e o algoritmo de Foil (ver equagdo 14)
para escolher o melhor atributo a ser adicionado a regra. O algoritmo de aumento de regra
para quando a regra comegar a cobrir exemplos negativos. Apds isso, Ripper executa a poda
da nova regra utilizando o conjunto de registros de validagdo de acordo com a métrica a

seguir:

Poda(r)=L~" (15)
p+l’l

Nesta equacdo, p ¢ o numero de exemplos positivos do conjunto de validagao cobertos

pela regra, sendo n o total de exemplos negativos cobertos pela regra testados com o conjunto
de validagao. Caso a taxa de erro de validagao exceda 50%, a regra ndo é considerada. Caso o
valor de Poda(r) seja maior que a regra expandida, a regra simplificada é preferivel e o

conjunto coberto pela regra na validagdo ¢ removido.
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2.4 Classificadores de vizinho mais proximo

Basicamente, o classificador de vizinho mais proximo usa os exemplos de treinamento
na classificacdo dos exemplos de teste e sdo conhecidos por “aprendizes diferidos”. Essa
estratégia ¢ diferente da estratégia avida dos classificadores baseados em regras e da arvore de
inducdo que derivam da constru¢do de um modelo de classificagdo e s6 depois disso usam os
exemplos de teste para testar o modelo criado. Esse classificador foi formalmente definido por
Cover TM, Hart PE (1967) [22]. Classificadores de vizinho mais proximo representam cada
exemplo de treinamento como um ponto em um espago n-dimensional em que n é o numero
de atributos dos exemplos. Ap0s isso, pode-se usar cada um dos exemplos de teste para inferir
seu rotulo a partir da sua proximidade com relacao ao conjunto dos pontos de treinamento. Os
vizinhos mais proximos de um exemplo x no espago n-dimensional referem-se aos k pontos
que estejam mais proximos de x. Para isso, deve-se definir o termo “proximidade”, assim
como ter um meio de transformar um conjunto de atributos de um exemplo de treinamento em
um valor que possa ser representado no espaco n-dimensional tal que n ¢ o nimero de
atributos. Algumas métricas de proximidade sdo discutidas na subsecdo 3.1.

Os k vizinhos mais proximos de um exemplo x referem-se aos pontos no espago n-
dimensional que estdo mais proximos do “ponto” x. Esse classificador, portanto, ndo faz a
inferéncia de um modelo de classifica¢do a partir dos registros de treinamento como acontece
com os classificadores de arvore de inducdo e de regras, mas usa a no¢ao de proximidade para
classificar um registro de teste a partir do treinamento. A idéia basica do vizinho mais
proximo ¢ de que “se algo anda como um pato e grasna como um pato entdo ¢ provavel que

seja um pato” como ¢ ilustrado pela ilustragao a seguir:

= T Caleula _
R ~— “.. Similaridade objeto
- ainda ndo
i visto
Objetos de . ™ * w . Escolhe K dentre os
—_—

Treinamento = - objetos mais similares

Iustracéo 8: Idéia baseada na proximidade para um classificador de vizinho mais préximo
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Entdo, o “ponto de teste” serd classificado segundo as classes de seus vizinhos. No
caso do conjunto dos k vizinhos serem de classes diferentes, uma estratégia deve ser adotada
como o ponto de teste ser atribuido a classe que consta como rotulo do maior nimero de
vizinhos. Entretanto alguns fatores devem ser levados em consideragcdo, como o nimero dos k

vizinhos mais proéximos do ponto de teste x na classificagdo. O problema pode ser

evidenciado pela ilustra¢do abaixo:

Ilustracio 9: Escolha Errada de k grande

Na ilustracdo 9, k ¢ grande demais para classificar de forma correta os vizinhos mais
proximos do ponto de teste indicado pois o alcance para k grande inclui muitos pontos
localizados longe da vizinhanca do k. Por isso, usando-se a logica da classe majoritaria dos
vizinhos de x, esse ponto seria classificado como da classe negativa, no entanto os exemplos
negativos da vizinhanca localizam-se muito longe de x para terem um peso igual aos pontos
mais proximos. Um esquema de escolha da classe que envolve o peso sera considerada um
pouco mais adiante.

Para k pequeno demais também se tem um problema, pois pode ser suscetivel a

overfitting (tratado na subsecdo 4.1) devido ao ruido como exemplificado na ilustragio 10:

-] = -, W -
s e
- - -k
; ’H’.}i”* - +:+: s o lll * ruido
ruido = + ¥ -vrf"'f

Iustracio 10: Overffiting devido a ruido para um k pequeno demais

Passa-se agora a uma explicagdo dos passos necessarios para inferir a classe de um
registro de teste arbitrario a partir dos registros de treinamento. Os passos primordiais sdo

discutidos e explicados abaixo. Vale salientar que o célculo da distancia Euclidiana dada em
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2.4 ¢ comumente usado para calcular a distancia entre os k pontos mais proximos e o ponto de
teste x:

1) Pega-se um exemplo de teste X=(x’1,x’,...,X°y) €m que X’j representa o
conjunto dos atributos do ponto ou registro de teste tal que 1 varia de 1 até n

2) Para cada um desses exemplos de teste X, calcular a distancia d(X,W;) entre
X e o conjunto dos exemplos de treinamento W colocando-os em uma lista ordenada
crescentemente Dz pela distancia de W; em relacdo a X da vizinhanca de X. Para o célculo da
distancia, escolhe-se alguma funcdo de proximidade capaz de representar o registro X pelo
calculo da proximidade de objetos com multiplos atributos como exposto em na subsegdo 3.1.

3) Selecione os k primeiros pontos de Dz (como Dz estard ordenado

crescentemente, essa etapa selecionara os k vizinhos mais proximos de X)

Ainda assim, usando a “vota¢do majoritaria” dos k vizinhos mais proéximos para
escolher a classe do registro de teste, tem-se que mesmo pontos de treinamento localizados
muitos distantes do ponto X terdo mesmo impacto para a classificagdo (isso pode
eventualmente levar ao problema da ilustracao 9, caso k seja grande). Essa situagdo pode ser
resolvida pela adicdo de um parametro chamado peso p que atribui peso maior aos vizinhos

mais proximos cuja distancia d(X, Wi) calculada for realmente menor [3].
1
P (16)
dX W)

E entdo, a computacdo da classe majoritaria para o registro de teste X a partir dos
pontos de treinamento pode ser computada da seguinte forma:

n

Yo =argmax > PIv=Y) a7
w=>Y <D,

Na equagdo 17, Y. representa a classe majoritaria dos registros. Essa classe
majoritaria ¢ obtida pelo maior dos somatorios de cada uma das classes de rotulo Y;
multiplicadas pelo peso P; relativo ao ponto W;. O peso ¢ calculado pela equacdo 16 e Dy
representa o conjunto dos k registros mais proximos de X, sendo n» o nimero de pontos de
treinamento (cada ponto individual ¢ dado por W;). A classe Yi de maior somatdrio ¢ entdo

elegida o Y, e classificard o ponto X.
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Finaliza-se a discussdo com algumas das caracteristicas mais importantes do
classificador dos k vizinhos mais préximos:

O vizinho mais proximo ndo necessita manter um modelo a partir dos dados de
treinamento. E assim um classificador baseado em instincia. Apesar de nio exigir a criagdo
de um modelo, o processo de classificacdo pode ser bastante custoso, pois requer o calculo da
distancia entre cada ponto de teste e todos os pontos do treinamento. Ainda com relagdo a
1sso, classificadores dos k vizinhos mais proximos fazem decisdes locais sobre o rétulo do
registro de teste enquanto os demais classificadores vistos (como arvore de indugdo e baseado
em regras) produzem decisdes globais pela propria natureza do modelo obtido. Isso leva a que
os classificadores de vizinho mais préximo com k pequeno sejam sensiveis a ruidos nos
dados.

Ainda, os limites de decisdo do classificador do vizinho mais proximo sdo arbitrarios e
ndo retilineos, diferentemente dos de arvore de decisdo. No entanto, algumas vezes pode se
tornar necessario evitar que alguns dados dominem completamente a medida de proximidade
posto que seus valores de atributos sejam maiores do que os demais. Como um exemplo,
supde-se registros compostos por trés atributos: altura(de 1.6 até 2.2), peso(de 50kg até
120kg) e salario(R$400 até R$50000). Considerando o calculo das distdncias sem a devida
transformagdo de valores (fazendo com que valores de atributos diferentes sejam mapeados
para os mesmos intervalos, como explicado na subsecdo 3.1 de medidas de semelhanca), as
medidas de proximidade entre os registros seriam dominados pelo salario (possuird valores

maiores que os dos demais atributos).
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2.5 Classificadores Bayesianos

Os classificadores Bayesianos usam probabilidade para inferir classificagdo adequada
a uma instincia de teste. Diferentemente de classificadores de arvore de decisdo e dos k-
vizinhos mais préximos, a natureza do problema resolvido por Bayes ¢ ndo deterministico, ou

seja, a classe correta para uma determinada instancia ndo pode ser prevista com certeza.

2.5.1 Teorema de Bayes

O teorema de Bayes ¢ mais antigo do que se pensa. A natureza probabilistica de um
problema resolvido por Bayes foi formalmente definida por Thomas Bayes e Richard Price
(1763) [23]. Até hoje tal teorema ¢ usado em mineragdo de dados com aplicagdo pratica para
inimeros problemas inclusive classifica¢do textual [24], com desempenho competitivo com
outros classificadores conhecidos [25].

Antes da definicdo do Teorema de Bayes, deve-se definir a regra de multiplicacdao da
probabilidade condicional ou incondicional de dois eventos. Para isso, pode-se considerar o
problema abaixo:

“Em um teste sdao aplicadas duas questdes de multipla escolha, sendo a primeira de
carater V ou F e a segunda constando dos itens a, b, ¢, d ou e. Caso um aluno decida chutar
todas as respostas, qual a probabilidade do aluno acertar as duas questoes?”

Na primeira questdo, tem-se 2 alternativas e na segunda questdo 5. Pode-se construir
duas variaveis aleatorias X e Y tal que X e Y estdo relacionados as respectivas probabilidades
de acertos de cada uma dessas questdes. Seja P(X,Y) a probabilidade de que o aluno acerte
ambas as questoes, entdo, P(X,Y)=1/10=0,1.

Pode-se, porém calcular as probabilidades individuais de ambas as questdes: P(X) x
P(Y)=1/2x 1/5=1/10.

Com isso pode-se verificar que:

P(X,Y)= P(X)xP (Y) (18)

No entanto, isso nem sempre ¢ verdadeiro. H4 casos em que a probabilidade ¢
condicional, ou seja, o que se quer saber ¢ a probabilidade de ocorréncia de um evento X
qualquer dado que um evento Y ocorreu ou vice-versa. Isso ¢ verdadeiro quando a ocorréncia

de um evento depende da ocorréncia de outro. Assim, pode-se reescrever a equagdo acima
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considerando probabilidades condicionais P(X | Y) (lé-se probabilidade de X ocorrer dado
que Y ocorreu) ou P(Y | X) (representa a probabilidade de Y ocorrer dado que X ocorreu).

Assim, reescreve-se a equagdo acima como:

PX,Y)=PY | X)xP(X)=P(X | Y)xP(Y) (19)

Um exemplo disso ¢ ilustrado pelo seguinte problema:

“Retirando-se duas cartas de um baralho de 52 cartas, determinar a probabilidade da
primeira carta ser um as € a segunda um rei sem reposi¢ao das cartas. ”

A probabilidade do segundo experimento ¢ afetado pela ocorréncia do primeiro:

P(As) = 4/52

P(Rei) =4/51

P(As,Rei) = P(As) x P(Rei) = 0,0060

Tomando-se os dois ultimos termos da equagdo 19 encontramos o Teorema de Bayes:

P(X | Y)xP(Y)

P(Y|X)= o)

(20)

Em uma tarefa de classificagcdo, X serd o conjunto de valores de atributos e Y o valor
da classe para a qual serd avaliada a probabilidade. O Teorema de Bayes permite a avaliagdo
dessa probabilidade através da probabilidade condicional P(X | Y), probabilidade anterior
P(Y) e a evidéncia P(X).

P(X) serd sempre constante (indica a probabilidade de que o conjunto de valores dos
registros de teste seja encontrado no conjunto de treinamento) e podera ser ignorado.

P(Y) ¢ a fracdo dos registros de treinamento que pertencem a uma determinada classe,
mais especificamente a classe a qual a probabilidade posterior se refere.

A avaliacdo da probabilidade condicional de classe podera ser feita por alguma
implementagdo do método de Bayes como Nayve Bayes ou Rede de Crengas de Bayes como

sera apresentado a seguir.
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2.5.2 Nayve Bayes

Nesse caso, considera-se que os atributos de uma instancia sejam condicionalmente
independentes entre si. A dependéncia explicita ¢ apenas dos atributos com o valor de classe.
Isso traduz-se no fato de que a probabilidade condicional de uma determinada classe
calculada sobre cada registro do treinamento ¢ feito isoladamente para cada valor de atributo.

Com isso, a equagado 20 torna-se:

P(Y)H P(Xi ’Y )

PY | X )= "‘IIJ(X) 21)

Na equagdo acima, denominada de equacao de Nayve Bayes [3], Y recebe o valor de
uma classe conhecida y para ser avaliada. X ¢ um conjunto de atributos sendo cada atributo
denotado por X;,

Cada valor de atributo X; do registro o qual se quer saber a classe serd testado
considerando o rétulo de classe denotado por y. Isso € feito para cada y pertencente a Y. Apds
o célculo de P(X|Y=y), substitui-se esse valor na equacao 20 e calcula-se a probabilidade
posterior P(Y|X) de cada classe. Apos isso se pode considerar que a maior probabilidade
posterior obtida daré o rotulo ao registro de teste.

Nesse sentido, duas abordagens podem ser usadas para o célculo de P(X;Y),

considerando atributos nominais ou continuos.

2.5.3 Atributos Nominais

Para atributos nominais, a probabilidade condicional ¢ avaliada segundo a fra¢do dos
registros de treinamento da classe y que recebem um determinado valor X; de atributo. Como
um exemplo, supde-se que foram analisados perfis de candidatos que procuram emprego na
area tecnoldgica. Do conjunto de treinamento sabe-se que do total de 20 candidatos que
conseguem emprego (rotulo da classe ¢ SIM), 12 deles sabem ler inglés fluente. A
probabilidade condicional de classe para o atributo “ler inglés” serd entdo:

P(ler inglés = fluente | Sim ) = 12/20 = 0,6
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2.5.4 Atributos Continuos

Nesse caso, duas abordagens podem ser utilizadas:

1) Pode-se discretizar (subsecao 3.2) o atributo continuo e fazer com que um
determinado valor de atributo esteja associado a um determinado intervalo. Apds a
discretizacdo a avaliacdo da probabilidade condicional de classe serd a mesma utilizada para
atributos nominais.

2) Utilizar uma distribuicao de probabilidade qualquer (como a gaussiana abaixo) para
avaliar P(X,,Y):

—2

(xj=xi,;)

2 O'l'z’j

P(X,-|Y=y,.)=\e/ﬁo_ (22)

A distribuicdo gaussiana sO sera caracterizada por dois parametros: a média * e a
varidncia &° .

Como um exemplo desses dois casos, considera-se a inferéncia de classes de
documentos em economia, saude e esporte, onde os atributos serdo pares de valores palavra-

frequéncia como pode ser visto na tabela 2 adaptada de [3].

Tabela 2: Documentos descritos por freqiiéncias de palavras

Documento Palavras(p,f) categoria

(dolar,1);(industria,4);(pais,2);(empréstimo,3);(negdcio,2);(governo,2),(au
1 mento,1) economia

(maquinario,2);(trabalho,3);(mercado,4);(industria,2);(emprego,3);(pais, 1),
2 (aumento,3) economia

(emprego,5);(inflagdo,3);(trabalho,2);(desempregado,2);(mercado,3);(pais,
3 2);(indice,3) economia

(doméstico,3);(previséo,2);(ganho,3);(mercado,2);(venda,3);(preco,2);(trab

4 alho,2) economia

5 (paciente,4);(sintoma,2);(remédio, 3);(saude,2);(clinica,2);(médico,2) saude
(farmacéutico,2);(empresa,3);(remédio,2);(vacina,1);(gripe,3),(aumento,1);

6 (ganho,2) saude

7 (morte,2);(cancer,4);(remédio,3);(publica,4);(saude,3);(diretor,2); saude

8 (médico,2);(custo,3);(aumento,2);(paciente,2);(satde,3);(cuidado,1) saude
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9 (Clube,5);(estadio,3);(previsao, 1);(vitdria,3);(técnico,6);(jogo,8);(arbitro,4) esporte

10 (Clube,8);(torcida,5);(vitoria,7);(técnico,4);(jogo,3);(jogador,7) esporte

11 (Clube,4);(técnico,7);(torcida,5);(adversario,4);(estadio,5);(empate,2) esporte

Calcula-se com base nos dados dessa tabela palavra-frequéncia a probabilidade
condicional de classe para o atributo P(aumento=4 | economia) de um determinado registro de
teste. Para isso, obtém-se primeiramente a média e o desvio padrdo da amostra com relagdo a

classe economia. Sendo a média obtida de:

1+3)
Y

1

X =

E a variancia sera de:

, (=D +3=1) +(0-1) +(0-1) ¢
_ : -5

2

o)

A probabilidade condicional para nosso atributo continuo sera entao:

2

-3
4

e
\ar

P(aumento=4|Y = economia) = =0.13228

Pode-se usar também discretizagdo para transformar atributos continuos em atributos
nominais e usar a equagdo 21 para predizer a classe de uma instancia de teste. No entanto
ainda se tem um problema: se algum valor de atributo for nulo para alguma das classes (valor
de atributo da instancia de teste ndo for encontrado para alguma das classes das instancias de
treinamento), a probabilidade condicional P(X | Y) serd nula e consequentemente P(Y | X)
também serd nula. Uma nova métrica de avaliagdo pode ser posta em pratica para evitar esse
problema. Pode-se usar estimativa-m para avaliar as probabilidades condicionais, como
exposto a seguir:

n.+m,

P(X,.Y)) = (23)

n+m

A estimativa-m analisa a probabilidade condicional de classe de um determinado
atributo Xi para a classe Yi. As variaveis nessa equacao podem ser assim explicadas: n; € o

nimero de registros de treinamento da classe Yi na qual o valor do atributo Xi estd presente.
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m, ¢ uma probabilidade especificada pelo usuario e que pode ser contabilizada sobre a
probabilidade anteriormente observada para algum valor de atributo X; na classe Yi, n ¢ o
numero total de registros da classe Y; presentes no conjunto de treinamento € m ¢ uma
variavel conhecida como tamanho da amostra equivalente.

Considerando uma instdncia de teste T = {(aumento,3), (médico,4),
(previsdo,2),(trabalho,3)} e os dados da tabela 2, pode-se calcular a probabilidade de cada
classe para a equacao 21. A classe com maior valor dado pela equacdo 21 ¢ dita a classe
predita para a instancia de teste T.

Usa-se uma discretizagdo de freqiiéncia igual para discretizar as faixas de atributos
continuos (fazer com que cada valor caia em um determinado intervalo). Além disso, apenas
discretiza-se os atributos que fazem parte do registro T a ser calculado. As seguintes faixas de

atributos continuos sao mapeadas:

2<trabalho<5 —1
2 <medico <5 —>1
1< previsdo <2 —1
2 < previsdo 24 — 2
1 < aumento <2 — 1

2 < aumento< 4 —?2

Supde-se ainda os seguintes parametros:
m =4 e mp=1/4, caso Yi=economia
m =4 e mp= 1/4 caso Yi= saude

m =4 e mp= 2/4 caso Yi=esporte

O valor de aumento para X ¢ mapeado para o valor 2, pois “cai” nesse intervalo,
assim, médico recebe o valor 1, previsdo o valor 2 e trabalho o valor 1.

Para economia:

1+l

P(aumento = 2 | economia) = — 4 _0.15625
4+4

0+l

4 _0.03125
4

P(medico =1| economia) =
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1+1

P(previsdo =2 | economia) = 4 _0.15625
4+4

3+l

P(trabalho = 1| economia) = 4 _0.40625
4+4

Assim, a probabilidade condicional para economia P(X|economia) ¢ o produto de
todas as probabilidades individuais acima, assim:

P(X | economia ) = 0.15625 x0.03125 x0.40625 = 0.00031018

Analogamente, calculam-se as probabilidades condicionais para as demais classes.
Ap6s isso se calculam as probabilidades posteriores para Yi de cada classe usando a equacao

23. Faz-se também w = 1/P(X), que ¢ um valor constante.

P(economia | X)=0.00031018 x%w =1.12793 x10 *w
P(saude | X') =0.00004294 x%w =0.15615x10"*w

P(esporte | X) = 0.000026033x13—1w =0.071x10"*w

Agora pode-se afirmar que, como P(economia | X ) > P(satde | X ) > P(esporte | X),

o registro T = {(aumento,3), (médico,4), (previsdo,2),(trabalho,3)} ¢ classificado com o rotulo
de economia.

Pode-se, portanto notar que se um determinado atributo Xi for irrelevante, a
probabilidade condicional de classe para Xi ndo terd impacto no total da probabilidade
condicional e a probabilidade posterior P(Y | X) ndo sera afetada.

No entanto para atributos que estejam interligados, Naive Bayes pode ndo ser
adequado por ndo considerar relacionamentos entre atributos. Nesse sentido uma Rede de

Crengas Bayesiana pode ser construida conforme o proximo tépico.
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2.5.5 Rede de Crencas Bayesiana:

Fornece uma representacdo grafica dos relacionamentos probabilisticos entre os
atributos das classes pelo mapeamento entre causas e efeitos. Isso € feito por meio de um
grafo aciclico cujos nos correspondem a varidveis aleatérias. Nesse sentido, normalmente
divide-se os nodos em nodos de causa e de efeito, dependendo da variavel sendo representada
pelo nodo ser de causa ou de efeito e ligam-se os nodos associados a causas a seus respectivos
nodos de efeito. Essa “ligacdo direcionada” entre pares de nodos mapeia uma relacao de
dependéncia imediata entre dois nodos [26], [29].

Cada um desses nodos tem um mapeamento relativo aos estados da variavel que ele
representa € uma “tabela de relagdes/probabilidades condicionais” que indica os efeitos dos
pais sobre o nodo (probabilidade do nodo estar em um estado especifico relacionado com os
estados de seus pais). Essa tabela de probabilidades ¢ construida de modo que, caso o nodo X
ndo tenha nodos pais associados, a tabela contera apenas a probabilidade anterior P(X), no
caso de apenas um pai Y, a probabilidade condicional associada sera P(X|Y), se X tiver
multiplos pais a tabela contera a probabilidade condicional P(X|Y}, Yo,..., Yi) [29].

Apesar de se considerar a probabilidade condicional de dependéncia de alguns
atributos em relacdo a outros e ndo apenas ao rétulo da classe, como no caso do Nayve Bayes,
segundo [29] a inferéncia probabilistica da rede bayesiana poderd ser NP-hard e o tempo
computacional da resolucdo de um problema por uma rede bayesiana pode ser muito alto.

A rede ndo deve possuir ciclos direcionados, pois um determinado nodo nao pode
constituir um efeito e a0 mesmo tempo uma causa para uma dada variavel aleatoria de outro
nodo, o que inviabilizaria o calculo da probabilidade posterior. Uma propriedade importante
desse tipo de classificador ¢ a independéncia condicional, isto ¢, um nodo sera
condicionalmente independente de seus nao descendentes se seus pais forem conhecidos. Um
descendente de um nodo X serd um nodo Y se e somente se existir um caminho direcionado

de X para Y. Por exemplo, analisando o grafo abaixo:
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Tlustracio 11: Dependéncia entre atributos em uma rede bayesiana

Vé-se que D ¢ descendente de A e conseqlientemente A ¢ ancestral de D. Esse grafo
ilustra a independéncia condicional, pois D dado C ¢ condicionalmente independente de A, B
e E, seus ndo descendentes, caso a probabilidade condicional calculada for P(D|C).

A metodologia de construcao de modelos de redes Bayesianas envolve duas etapas
principais: a primeira passa pela constru¢do da estrutura da rede e a segunda passa pela
inferéncia das probabilidades associados a cada nodo. Na etapa 2 usa-se o conhecimento de
especialistas para inferir as probabilidades associadas aos nodos. A etapa 1 pode ser
formulada como segue:

1) Ordenacdo de todas as variaveis de atributo ou classe T={X;,X»,...,Xq}

2) Para cada variavel de T denotada por Xi, considerar o conjunto de variaveis
predecessoras de Xi denotada por pred(Xi)={Xo,...,Xi.1 }

3) Fazer a remogao de todas as variaveis de pred(Xi) que ndo afetam Xi

4) Criar aresta saindo de cada um dos nodos restantes em pred(Xi) e chegando em Xi

Uma observagdo importante ¢ que dependendo da ordenagdo das varidveis, pode-se
chegar a diferentes topologias com algumas produzindo muitas arestas desnecessarias. Uma
solucdo € separar as varidveis em varidveis de causa e de efeito como explicado
anteriormente. Apos a constru¢do da topologia e da tabela de probabilidades dos nodos, a
resolucdo das probabilidades condicionais € similar ao Bayes simples(equagao 21).

Para exemplificar a topologia de uma rede Bayesiana, considera-se o exemplo de rede
abaixo [29], cujos atributos representam Cloudy (tempo nublado) , Sprinkley (regador), Rain

(chuva) e Wet Grass (grama molhada). Pretende-se resolver através da rede o seguinte
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problema: dado que a grama estd molhada, qual a evidéncia de ter chovido ou do regador estar

ligado?

P{C=F) P{C=T)

0.5

0.5

C | P(S=F)P(S=T)
F 105 05 P(R=F) P(R=T)
T 0.9 0.1 0.8 0z
02 08

SR| (W=F) P(W=T)

FF| 1.0 00

TF| 01 09

FT | 0.1 09

TT| 001 099

Ilustracio 12: Exemplo de uma Rede de Crencas Bayesiana

As probabilidades para as varidveis aleatérias dos filhos ¢ dependente, como
explicado, das probabilidades ditadas por especialistas do dominio para os pais. Entdo a

seguinte relagdo de dependéncia pode ser verificada:

P(xymnx,) = [ [ P, | pais(x) = [ [ P(x,.7,) (24)

Dada a estrutura da rede Bayesiana acima, devem ser calculadas duas probabilidades

para o problema:

P(R=T | W=T) e P(S=T | W=T)

Pode-se utilizar o Teorema de Bayes (equagdo 21) para resolver o problema. Torna-se

necessario a resolucdo das duas equacdes abaixo:

PW=T,R=T)

P(R=T|W =T)= s
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PW=T,S=T)
PW =T)

P(S=T|W=T)=

Como W (evidéncia) ¢ filho tanto de R quanto de S, R e S tornam-se dependentes.
Tanto S quanto R sdo dependentes de C (Cloudy). O calculo das probabilidades condicionais
acima tornam-se:

P(C=c¢,S=s5,,R=T,W=T)
POW =T)

PM:THV:D:ELS

P(C=c,R=r,S=T,W=T)
PW =T)

P@:THV:D:ELﬂ

Calculando P(W=T) tem-se:
PW=T)=Y . P(C=c,R=r,S=5s.,W=T)

=0.5[(0.9x0.5x0.8)+(0.9x0.1x0.2)+(0.9x0.9x0.8)+(0.99x0.5x0.2)+(0.99x0.1x0.8)]

=0.6471
Calculando para P(R=T|W=T) e P(S=T|W=T):
PRR=T|\W=T)= 04581 _ 0.70793

0.6471
P(S=T|\W=T)= 0.2871 _ 0.44367

0.6471

Chega-se aos resultados do problema para as duas probabilidades.

Algumas consideragdes finais sobre a Rede de Crengas Bayesiana € que a topologia da
rede captura conhecimento através de um grafo aciclico da qual a dependéncia entre as
variaveis aleatérias ¢ dada pela direcdo da aresta, sendo a probabilidade do nodo “apontado”
dependendo da probabilidade de seus pais imediatos caso a probabilidade condicional
P(Filho|Pai) seja verificada. A construgdo requer tempo, experiéncia e muito esforgo para se
alcangar um bom resultado ou mesmo aceitdvel. Também requer a presenga e intervengao
imediata de um especialista de dominio para ditar as probabilidades de cada nodo e suas
dependéncias. No entanto, o acréscimo de uma nova variavel dado que a rede esteja montada
¢ direto, ndo precisando na maioria das vezes da reavaliacdo da probabilidade dos ancestrais

do nodo criado.
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Sao apropriadas para lidar com dados faltantes ou incompletos. Atributos incompletos
podem ser avaliados pela soma das probabilidades para todos os valores possiveis do atributo.
Dado que os dados sdao combinados probabilisticamente com as probabilidades de
variaveis contidas em nodos superiores (conhecimento anterior), o overfitting pode ser

modelado e evitado de maneira menos trabalhosa.

2.6 Support Vector Machine

Na classificagdo por SVM, cada instancia de treinamento pode ser vista como um
conjunto de atributos onde cada valor de atributo estard associado a uma dimensao diferente

em um espaco n-dimensional.

A idéia principal do SVM baseia-se na resolu¢do de um problema de classifica¢do no
qual se separam as instincias de treinamento correspondentes a duas classes distintas através
de um hiperplano de méxima margem, o que serd discutido a seguir. Os modelos de SVM
podem ainda ser divididos em modelos com separagao linear, modelos ndo separdveis
linearmente ou modelos ndo lineares, tratados nas subse¢des seguintes [3], [5], [9].

Nesse sentido, muitos trabalhos tem tido como base a classificagdo por SVM’s, como
[5], [9] e [25], e apresentam para uma variedade de problemas distintos um desempenho
superior a outros classificadores.

Finaliza-se a se¢dao com duas técnicas que visam estender o modelo de classificagao

dual do SVM para mais de duas classes: pairwise ou um-contra-restante.

2.6.1 Hiperplanos de Margem Maxima

A ilustracdo 13 a seguir apresenta um conjunto de dados compostos por quadrados e

circulos e alguns exemplos de separagdo linear desse conjunto.
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Iustracao 13: Alguns limites de decisiao possiveis para um conjunto de dados separaveis linearmente

Como pode ser visto acima, o erro de treinamento de cada modelo, representado por
A, B, C ouD ¢ 0 (todos os modelos conseguem separar completamente os objetos pelas suas
classes). Contudo, o numero de hiperplanos que podem ser encontrados para o exemplo acima
com erro de treinamento 0 ¢ muito grande (foram listados apenas 4 deles). Caberd, portanto ao
classificador a escolha do melhor modelo que represente as instdncias de treinamento.
Considera-se aqui o fato de que essa melhor representacao traduz-se na minimizagao dos erros
de generalizacdo para instancias ndo vistas previamente e que embora o erro de treinamento
de todos os modelos seja 0, seu erro de generalizagdo pode ser alto.

Nesse sentido a verificacdo do tamanho da margem de um classificador pode ser um
fator importante para a comparagao de classificadores com erros de treinamento 0.

A margem de um classificador pode ser estimada da seguinte forma: consideram-se
dois outros hiperplanos paralelos ao hiperplano de separagdo do modelo. Esses dois
hiperplanos sdo deslocados a partir do hiperplano que representa o limite de decisdao do
modelo em diregdes opostas até que cada um deles toque nos objetos mais proéximos do limite
de decisdo. Os objetos que fazem parte de cada um desses “hiperplanos deslocados™ sao
denominados vetores de suporte e a distancia entre esses hiperplanos ¢ a margem do

classificador. Isso pode ser visto na ilustracdo a seguir:
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Ilustragdo 14: Margem de um limite de decisdo

Na ilustracdo acima, a margem do classificador ¢ dada pord =2/ || w ||

Observa-se que o numero de vetores de suporte para o hiperplano deslocado a
esquerda do limite de separacao ¢ apenas um (o circulo preenchido cortado pelo hiperplano) e
para o hiperplano deslocado a direita do limite de decisdo contam-se dois vetores de suporte
(as duas instancias representantes de circulos “brancos” cortados pelo hiperplano wx —b = -1)

Nesse sentido quanto maior a margem de um classificador, maior a tolerancia do
classificador a erros na classificagdo de instdncias ndo vistas pelo modelo, ou seja, se
ocorrerem erros na localizagdo dos hiperplanos que passam pelos vetores de suporte, uma
margem maior dard menor chance de erros de generalizagdo dado que os objetos ndo vistos
terdo semelhanga com os objetos usados na confeccdo do modelo. Intuitivamente qualquer
perturbagdo nos dados por minima que seja podera ocasionar maiores erros de generalizacao
em modelos com margens de separacdo muito proximas entre classes do que naqueles com
margens mais afastadas. Voltando a ilustragdo 13 anterior, pode-se dizer que o hiperplano de
margem maxima poderia ser o C ou D. No entanto, D seria preferivel a C para indicar a
margem maxima do modelo pois qualquer perturbagdo na margem de decisdo de C pode

alterar a classificacdo de registros de teste localizados no limite dos quadrados.
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2.6.2 SVM Linear Separavel:

Nesse caso o problema de classificagdo pode ser resolvido pela separagao completa
das classes através de um hiperplano de margem maxima. Erros de treinamento nao sdo
tolerados e o classificador para o problema apresentard sempre erro de treinamento O.
Analisa-se novamente a ilustragdo 14, w serd um vetor perpendicular ao plano de separagdo, o
conjunto dos atributos de cada exemplo de treinamento ¢ conhecido como Xj tal que j
representa o objeto o qual o atributo faz parte e k ¢ o k-€simo atributo do objeto j. O limite de

decisdo, como pode ser visto pela ilustracao, ¢ denotado por:

wex+b=0 (25)

E possivel também demonstrar pela ilustracio 14 que qualquer objeto localizado
acima do hiperplano de separacdo (circulo preenchido, X.,) serd descrito por uma constante

positiva k de modo que:
wex +b=k (26)

Analogamente, os circulos vazados Xy, serdo descritos por uma constante negativo k’

de modo que:
wex, +b=-k' (26)

Rotulando todos os circulos preenchidos com a classe y= +1 e todos os circulos
vazados com a classe y= -1, pode-se achar o “tipo da classe” de cada um dos objetos
localizados acima ou abaixo da decisdo pelo seguinte:

y=1l,sewz+b>0

y=-1,sewz+b<0 27)

As equagodes acima podem ser reescritas considerando que todos os objetos localizados
acima da margem de separagdo da ilustracdo 14 serdo da classe +1 e todos os objetos abaixo
da mesma margem serdo da classe -1. Os hiperplanos de separa¢ao podem entdo ser expressos

conforme a ilustragdo 14 por:
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wex+b=+1

wex+b=-1 (28)

Pode-se usar entdo a seguinte equacdo sendo y;= +1 ou y~= -1 na determinacdo das

classes de objetos:

yv.(wex, +b)=21Li=12,...,n (30)

Sabe-se também pela Ilustragdo 14 que o tamanho da margem pode ser dado por:
2

=— 29
[ wll @)

Ainda: essa margem deve ser maxima. Maximizar a margem necessita da resolugdo da
seguinte equagdo de otimizacdo restrita, onde a fun¢do objetiva ¢ quadratica, sujeita as
restri¢des lineares dadas pela equagdo 30:

[wi’

2

min(w) = (30)

Esse problema também ¢ denominado um problema de otimizag¢do convexo e pode ser
resolvido pelo método dos multiplicadores de lagrange [3],[5]. Basicamente isso envolve a
reescrita da equacao objetiva com suas restrigdes onde cada instidncia sera associada a um

multiplicador de lagrange conforme abaixo:

L

2 n
P :“M;” _Zl‘,ﬂﬁ(yi[w°xi+b]_1) (31

Essa minimizagao envolve a busca pelos minimos locais de equacdo acima de modo a
encontrar w ¢ b. Para isso pega-se a primeira derivada de Lp em relagdo a w e b, igualando-se
os resultados a zero. Explicitar o método de resolu¢do do problema de otimizacdo foge ao

escopo desse trabalho. Abaixo se tem um exemplo do célculo da classe de objetos no R;
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separados por um hiperplano ndo necessariamente maximo, mas que servird para ilustrar a
teoria de SVM linear separavel aqui exposta. Considera-se a ilustracdo abaixo, onde ha

exemplos de objetos das classes losango e tridngulo:

Wy
#

‘II.JI

*12.1:

{350

[5.41)
{-1.6.-2.26)

24

¥

Ilustragdo 15: SVM linear separavel no R,

Considerando o que foi exposto acima, no R* cada instdncia é composta por dois
atributos distintos denotados acima por x e y. O hiperplano de separacdo entre as instancias
serd denotado nesse caso por:

H: W X+W,Y =0

Como o hiperplano denota uma reta, bastam 2 pontos para defini-lo. Pegando-se os
pontos (1,0) e (0,1) pertencentes aos hiperplanos pode-se encontrar W e Wo.

A equacao que define o hiperplano ¢ dada por y = -x + 1. Pode-se calcular a norma do

vetor W desse jeito:

| W ||= W, +W, , o resultado sera 1.

A partir do célculo de W e B pode-se usar a equacdo distdncia de um ponto a uma reta
dado abaixo em termos do vetor W e sua norma. Os pontos cuja distancia r for positiva serdo
classificados como losangos, de outro modo serdo triangulo.

_WeX+b
||l

(32)

Considerando por exemplo o ponto (-2,-2) pode-se inferir a classe:

_MX WY U2 +1(-2)
| X1l 1

—4
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Como o resultado ¢ negativo, a instancia ¢ classificada como triangulo.

Similarmente para a instancia cujos atributos valem (6,-1) tem-se um valor de r de 5, o

que classifica a instancia como losango.

2.6.3 SVM linear nao Separavel:

No caso anterior o problema de classificagdo podia ser perfeitamente separado por um
hiperplano de margem maxima sem erros de classificagao.

No entanto esse € um cendrio idealizado, pois a grande maioria dos problemas de
classificagdo real apresenta ruidos nos dados, instdncias mal classificadas ou que fogem ao
padrdo real. Portanto uma separagdo completa de classes por um hiperplano maximo ¢
impossivel e ainda que possivel, a consideracdo de erros de treinamento pequenos em
beneficio de uma margem maior pode ser preferivel. Assim o modelo explicado anteriormente
serve apenas como base para o entendimento do conceito de maxima margem e ndo serve para
exemplos reais.

Considera-se aqui a constru¢do de um modelo SVM tolerante a pequenos erros de
treinamento para a classificagdo dos dados. Como um exemplo do comportamento desse

modelo, considera-se a ilustragdo 16 dada abaixo.
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Ilustragcio 16: margem de decisido para dados ndo separaveis linearmente

A func¢do objetiva anterior a ser minimizada continua a mesma, porém agora as
restrigdes devem tratar um caso adicional: além da maximiza¢do da margem, pode-se aceitar
erros de classificagdo pela introdugdo de varidveis de folga positivas (Slack ¢) nas restrigdoes
do modelo.

O significado dessas variaveis € tornar o modelo tolerante a pequenos erros de
classificagdo. A procura pelo melhor modelo SVM representativo dos dados traduz-se em
maximizar a margem e minimizar o nimero de erros de treinamento gerado.

As restrigoes do problema de otimizagdo considerando o que foi exposto podem ser
entdo reescritas como abaixo:

wex, +b>1-¢&,y, =+1
wex, +b2-1+&,y, =-1 (33)
Vi:& >0

Assim, cada exemplo de treinamento mal rotulado ird se adequar as restrigdes do
problema pela introdu¢do de uma variavel Slack para estimar o erro de cada exemplo mal
classificado.

Pela ilustragdo 15 observa-se que o quadrado x; deveria estar abaixo do hiperplano
wx+b=-1 ou entdo fazer parte do mesmo.

Pode-se estimar o erro para essa instancia através do calculo da distancia entre o

quadrado x; acima do limite de decisdo e o hiperplano wx+b = -1 é dado por &/ || w ||
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Como foi mostrado, w € fixo e a respectiva varidvel slack fornece uma boa estimativa
do erro individual de treinamento para cada exemplo mal rotulado.

No entanto ainda configura-se um problema: o classificador agora permite que um
modelo tenha um erro de treinamento nao zero e consegue encontrar uma margem grande
para o hiperplano, mas ndo hé restricio sobre o numero total de erros de classificacdo
cometidos. Esse problema pode ser resolvido pela introducdo de um fator a mais na fungdo
objetiva original visando penalizar uma quantidade muito grande de erros de classificagdao. Na
equagdo abaixo sao introduzidas duas variaveis k e C (custo) que permitem especificar a
quantidade maxima total de erros de classificagdo permitidos. A fung¢do objetiva modificada
pode ser vista na equagdo abaixo:

2
[ wll
2

f(w)= +C Zé (34)

Considerando a nova funcdo objetiva com os maximos erros de classificagdo
permitidos segundo as variaveis slack, o Langrageano para o problema de otimizacdo seria

dado por:

N

1 5 N N
L=—llwl +C & =2 ALy (wex, +b) =1+ &1=2 g, (35)

i=l1

Nesse equacao, os dois primeiros termos sdo a funcao objetiva a ser minimizada com o
segundo termo (contabilizagdo de erros de classificagdo) tendo k=1. O terceiro termo refere-se
as restricdes de diferenca dos &’s, ou seja, ¢ permitido erros de classificagdo dados pela
verificagdo dos valores desses Slacks. O quarto termo refere-se a que os valores dos slacks

devem ser maiores do que zero.
2.6.4 Classificadores SVM naio lineares:

Nas metodologias anteriores considerava-se que existia um hiperplano capaz de
separar as instancias de treinamento em dois conjuntos distintos onde os dados ou eram
separaveis linearmente com erro de treinamento 0 (SVM linear separavel) ou com erro de
treinamento pequeno segundo variaveis Slack e penalizando erros de treinamento muito

grandes (SVM linear inseparavel).
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Entretanto em outros casos ndo seria possivel encontrar um hiperplano que separasse
as instancias mesmo com erro de treinamento pequeno. Isso pode ser visto na ilustragio 17,
retirada de [5], onde uma curva seria mais apropriada para separar instancias de classes

diferentes.

(a) ib) ()

Ilustracdo 17: (a) Dados ndo separaveis linearmente, (b) Fronteira nao linear, (c) Fronteira linear no
espaco transformado.

Nesse sentido algumas abordagens podem ser utilizadas para se resolver o problema.
No item c da ilustra¢do acima, considera-se, por exemplo, fazer uma transformagao do espago
original x, conhecido como espaco de entradas, para um novo espago de maior dimensao
conhecido por espago de caracteristicas (o espago de caracteristicas ¢ denotado por d(x)).
Apos a transformacdo dos atributos das instdncias do espacgo original para outro de maior
dimensdo pode-se usar as técnicas anteriores com a técnica de otimizagdo restrita sendo
resolvida para se encontrar um hiperplano no espago transformado.

Nesse sentido a fungdo objetiva quadratica anterior torna-se:

Y2 (36)
sa:y,(wd(x,)+b)=2Li=1..,N

Isso ¢ motivado pelo Teorema de Cover [5] que diz que dado um conjunto de dados
ndo linear no espaco de entradas x, pode-se encontrar uma transformagdo de x para um novo
espaco @(x), denominado espaco de caracteristicas, com alta probabilidade de os dados no
espaco transformado serem separdveis linearmente desde que a transformacao seja a partir de
um espaco nao linear e a dimensao do espago de caracteristicas seja suficientemente alto.

Pode-se portanto usar a transformacio abaixo para transformar os dados em (a) no R?

para R’:
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D(x) = D(x,,x,) = (x2,72x,%,,x2)

Apo6s a transformacdo, encontra-se um hiperplano capaz de separar os dados

linearmente. Na ilustra¢do acima tal hiperplano ¢ dado por:
f(x)=wd(x)+b= wle +w, «/Exlxz + w3x§ +bH=0

Pode-se observar que o problema ¢ linear em Rj (ilustracdo (c¢)), mas nao linear em R,
(ilustragao (b)).

Na prética, no entanto ndo ¢ tao fécil saber a funcdo de mapeamento correta para cada
caso ndo linear. Outro problema que surge a partir disso € que resolver o problema de
otimizacdo restrita no espaco ndo linear pode ser computacionalmente custoso pois envolve o
produto de ponto (tido como o calculo da similaridade entre dois vetores) no espaco ja
transformado (multidimensional).

Seguindo os mesmos passos adotados no caso linear, serd obtido uma equagdo

langrageana conforme abaixo:

ﬁ:z,%cp(xi) e d(x,) 37)

i=l j=1

N | —

N
L,=Y 2 -
i=1

A resolucdo desse problema requer que os termos Ai’s sejam obtidos por programacao
quadréatica [3],[5] e a derivacdo dos pardmetros w e b conforme o caso linear. No entanto,
diferentemente do caso linear, o calculo de ®(x;) D(x;) pode ser resolvido por uma fungao de
nucleo, que calcula a similaridade entre os pontos do espago transformado mas usando o
espago original. Assim, pode-se usar a seguinte fungdo de nticleo para inferir a separagdo de

classes em (b):

DD(y) = (x7,x7,32x,,V2x,,1) o (1, ¥3 .2, ,72,.1) (40)

As fungdes de nucleo possuem algumas caracteristicas importantes, uma delas é o fato
de que permite o calculo da similaridade sem a necessidade de se saber a forma da fungao

exata de mapeamento @ entre o espago original e o transformado, pois todas as funcdes de
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nucleo obtidas devem satisfazer ao teorema de Mercer. Esse principio matematico determina
que a funcdo de nucleo calculada para um par de vetores deve corresponder ao produto de
ponto desses vetores no espago de transformagao.

Sendo assim o célculo da equagdo anterior equivale a usar a seguinte funcdo de

semelhanca:

k(x,y)=(xey+1)’ (38)

Esse espaco de transformacdo ¢ chamado espaco Hilbert de nucleo de Reprodugao
(RKHS) e realizar esse calculo ¢ menos custoso do que usar uma funcdo de mapeamento para
a produgdo do espaco de caracteristicas, pois ainda era necessario a obtencdo da melhor
funcdo para cada caso SVM ndo linear. Com a funcdo de nucleo o calculo ja pode ser
realizado diretamente com a vantagem dos calculos serem executados no espago original e a
complexidade de se calcular o produto vetorial em dimensdes mais altas: R4, R’ , etc, ndo
existe com o nucleo, que constréi um hiperplano no espago de caracteristicas ndo estando

nele.
2.6.5 SVM para miltiplas classes

Na sua concepgao original, SVM apenas faz classificagdes bindrias. No entanto para
muitos problemas praticos como reconhecimento de digitos, analise digital, classificacao de
textos, etc, que requerem conjuntos de objetos de mais de dois tipos de classes a abordagem
classica do SVM precisa ser refinada de alguma forma.

Uma das abordagens para se fazer classificacdo multiclasse pelo SVM ¢ pela reducdo
de um problema multiclasse simples em varios problemas de classificagdo binaria.

Nesse sentido duas abordagens de resolugdo serdo consideradas. A primeira ¢
denominada um-contra-restante, no qual sendo y o niimero total de classes existentes para o
problema, sdo feitas y classificagdes binarias considerando as instancias de cada classe em
questdo a seu turno como um exemplo positivo. Se o classificador escolher para a instancia a
classe sendo considerada, essa sera a classe a ser atribuida. Caso contrario a instancia sera
considerada um exemplo negativo e o classificador prossegue tentando inferir a classe da
proxima instancia. Depois que todas as instancias foram avaliadas como sendo da classe yi, as
que foram consideradas exemplos negativos prosseguem e o classificador considera como

exemplos positivos todas as classes pertencentes a yi+1
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A outra abordagem ¢ denominada pairwise ou um-contra-um. Nesse caso sao
construidos y(y-1)/2 classificadores em que cada classificador ¢ usado para distinguir entre
um par de classes (yi,y;). Nesse caso a classe a qual determinada instancia pertence € atribuida

normalmente por votagdo majoritaria no total de classificagcdes obtidas.
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3 FUNGOES DE SIMILARIDADE E DISCRETIZAGAO

3.1 Métricas de Proximidade:

O objetivo dessa secao ¢ enunciar algumas medidas de proximidade entre dois objetos
que levam em conta a similaridade entre seus atributos. Isso permite determinar um valor

numérico indicativo do grau de semelhanca ou diferenca desses objetos.

De um modo geral, a natureza dos atributos de dois objetos indica a forma de
comparagao a ser realizada para se medir o grau de semelhanca ou de diferenca entre esses
objetos. Por exemplo, em atributos binarios, a similaridade pode ser indicada por 1 caso os
valores dos atributos correspondam e 0 caso contrario. Caso os atributos sejam continuos,

diferengas usando distancias (como a distancia euclidiana) podem ser calculadas.

Antes de se discutir as medidas de semelhangas para atributos maultiplos,

transformagdes de valores podem ser necessarias, como explicado a seguir.

3.1.1 Transformacao

Algumas vezes ¢ necessario transformar um valor de atributo para cair em uma

determinada faixa.

Isso impede que determinados atributos influam de maneira significativa no célculo
das medidas de semelhanga ou diferenga, principalmente com atributos continuos ou entdo
pode ser o caso, o software especifico usado para calcular similaridade entre objetos sé
trabalha com uma determinada faixa de valores [3]. Por exemplo, a transformacdo de um
valor continuo qualquer para um intervalo de [0,1] pode ser realizado através da equacdo 42

dada a seguir.

. (k—min(k))
~ (max(k) - min(k))

(39)

Na equacdo acima, k’ representa o novo valor e k o valor antigo, min(k) representa o
menor valor do intervalo antigo ¢ max(k) ¢ o maior valor do intervalo antigo.Outras

transformagoes segundo [3] podem ser:
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L1
S (d+])

k‘=1—( d —min(d) J 43)
max(d) —min(d)

S =e

A seguir definem-se algumas medidas de semelhanca para atributos multiplos. Uma

explicagcdo mais detalhada de cada método pode ser encontrado em [3].

3.1.2 Distancia Euclidiana:

E uma medida da distincia entre dois pontos que pode ser provada pela sucessiva
aplicacdo do Teorema de Pitdgoras e mede a semelhanga entre objetos cujos atributos sao
continuos. Quanto mais proximo a distancia ¢ de um valor 0, mais semelhantes serdo os
objetos sendo comparados. Essa distdncia ¢ a generalizagdo da distancia de Minkowski

escolhendo-se r=2. A equagdo para distancia euclidiana pode ser vista a seguir:

n

d(x,y) = Z('xk _J/k)z (40)

k=1

3.1.3 Distancia de Minkowski:

Essa equacgdo representa uma métrica no espago euclidiano que pode ser considerada
uma generaliza¢cdo da distancia euclidiana e da distancia de Manhattan, dependendo para isso
da variagdo de um parametro r. Assim, dependendo do valor de r, obtém-se uma medida
diferente da distancia entre dois objetos quaisquer pela analise de seus atributos. A distancia

de Minkowski pode se vista abaixo:

d(x,y) = (Z\ X~V rj (45)
k=1
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Com r=1, a equagdo de Minkowski torna-se a distdncia de Manhattan, em que a

distancia entre dois pontos ¢ a soma das diferencas absolutas entre suas coordenadas.
Com r=2, tem-se a distancia euclidiana.

Com r tendendo a infinito, tem-se uma métrica de distancia conhecida por distancia de
Chebyshev, que resulta na diferenca maxima entre os atributos dos objetos. A distancia de

Chebyshev pode ser vista abaixo:

k=1

d(xoy):hmr—mo(2| Xe = Vi |r) :Hklgx| X, = Vi | (41)

3.1.4 Coeficiente de Correspondéncia Simples (SMC):

Serve para calcular diferencas entre objetos cujos atributos sdo binarios. Entre
atributos bindrios, as seguintes variaveis podem ser verificadas relativa & comparacao entre os

atributos par a par:

Foo = ntmero de atributos onde tanto x quanto y sdo iguais a O(atributos sdo
semelhantes)

Fo; = nlimero de atributos onde x ¢ 0 ey ¢ 1

F1o = ntimero de atributos x é 1l ey ¢ 0

Fi11= o nimero de atributos onde x ¢ 1 e y ¢ 1, também se tem como em F(y uma
correspondéncia entre os atributos de x e y.

Com esses resultados, pode-se definir o coeficiente de correspondéncia simples:

Fyt+Fy
Fog + Fo + Fg + F

SMC =

(42)

3.1.5 Coeficiente de Jaccard:

Simplificagdo da correspondéncia simples para atributos binarios assimétricos, onde o

nimero de atributos Foo ¢ muito maior ou muito menor do que Fy;.

Um exemplo ¢ para compras de produtos de uma loja. O numero de produtos

comprados por cada cliente ¢ muito menor do que os ndo comprados ¢ analisar esse problema
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por SMC produziria resultados muito similares mesmo para clientes com padrdes de compra

muito distintos.

O coeficiente de Jaccard ¢é descrito abaixo:

_ R,
FOI +F‘10+F111

(43)

3.1.6 Semelhanca de Cosseno:

Meétrica de distancia usada para matrizes de valores esparcos, onde o valor da maioria
dos atributos ¢ nulo. Ideal para calcular similaridade entre matrizes de freqiiéncias de
documentos. Nesse caso o calculo da similaridade dependerd do nimero de atributos
diferentes de zero. O objetivo ¢ calcular o valor do menor angulo entre os dois objetos. Assim,
se o cosseno entre os dois objetos ¢ 1, eles sio completamente semelhantes € o angulo entre
eles € 0. Caso o angulo entre dois objetos x € y seja 90°, o cosseno obtido tem valor 0 € eles
ndo tem atributos em comum. Pode-se também normalizar o comprimento entre os dois
vetores, de modo que o comprimento maximo de cada atributo seja 1, ou seja, ndo leva em
conta a magnitude dos vetores. A semelhanga de cosseno e algumas férmulas de medidas
entre vetores ¢ dada abaixo. A equacdo 49 ¢ a equacdo da semelhanga de cosseno, ja a
equacdo 50 ¢ a semelhanca de cosseno normalizada. O produto vetorial entre dois vetores x e

y ¢ definido pela equagdo 51 e a norma de um vetor ¢ dado pela equagdo 52.

cos( x,y) = i (44)
][I
cos(x,y) = LI x'ey! (50)
- 51
xey=3x7, (51)

k=1

=2 x = xex (52)
k=1
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3.1.7 Correlaciao de Pearson:

Pode ser usada para vetores de atributos continuos ou bindrios. Tenta tracar uma reta
com os atributos de dois objetos de dados tal que x¢x = ay,+b. Caso a correlagdo entre os
objetos seja +1, os mesmos tem uma correlagdo linear perfeita positiva e sdo completamente
similares. Caso seja -1, eles tem uma correlagdo linear negativa perfeita, isto ¢, ndo sdo
parecidos e se a correlagdo for 0, ndo ha relacionamento linear entre os atributos dos objetos,
mas pode existir uma dependéncia ndo linear a ser investigada por outros meios. A equacao

de correlagdo de Pearson ¢ dada a seguir.

coVaridncia(x, y)

corr(x,y) = (45)

desvioPadrdo(x) - desvioPadrdo(y)

Os valores de desvio padrao e covariancia podem ser calculados a seguir. Antes de se
definir o desvio padrao, deve-se calcular uma média dos valores dos atributos dos objetos x e
y. A média ¢ definida pela equagdo 54 abaixo. A equacdo 55 define o desvio padrdo e a

equagdo 56 a covariancia de cada atributo para os objetos x e y segundo a média obtida.

r= 1y, (46)
n -
1 < -
‘o X —x 47
n—l,Z‘( ) (47)
» ) 1 n — —
coVaridncia(x,y) = n—Z(xk X))y, =) (56)
1 k=1

3.1.8 Utiliza¢ao de Pesos:

Nem sempre os atributos devem ser tratados igualmente no calculo da similaridade.
Por exemplo, para a classificacdo de uma pessoa como bom pagador ou mal pagador em um
sistema de crédito bancario que analisa o perfil de varios individuos, a renda mensal de
alguém pode ser um atributo mais importante no célculo do que o estado civil. Alguns

atributos podem, portanto, ser mais importantes que outros para o calculo da proximidade.

Pode-se entdo considerar alguma férmula de proximidade anterior atribuindo um peso
ao valor de cada atributo. A férmula para o calculo da similaridade pode ser dada pela
equagdo 57.
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prox (x,y) = Zn: w0, fi (%, )

n
k=1
2.9
k=1

(48)

Na equacgdo acima, fy(x,y) denota a similaridade para o k-ésimo valor dos atributos de
x ¢ y calculado em termos da fun¢do de similaridade escolhida, ¢ ¢ designado para cada
atributo e recebe o valor de 1 (quando nao ha atributos faltantes ou nulos para uma das

instancias) e 0 caso contrario, wi € o peso atribuido ao k-ésimo atributo.

3.2 Discretizagao:

O objetivo primordial da discretizagdo ¢ representar faixas de valores continuos como
intervalos, valores categdricos. Intervalos proximos também podem ser agregados em faixas

maiores desde que se preserve a propriedade de ordenagao [3].

E usado principalmente quando o algoritmo de mineragdo de dados sendo considerado
s0O aceita atributos categdricos ou entdo para melhorar o desempenho do método de mineragao
mesmo para os métodos que aceitam atributos continuos. Como um exemplo algoritmos de
arvore de inducdo e de regras devem ter atributos continuos separados por intervalos, caso

contrario o processo de classificacdo pode se tornar ineficiente .

A escolha de quais sdo os intervalos continuos a serem representados como categorias

dependera do critério a ser estabelecido e que tenha um bom desempenho na tarefa a ser feita.

3.2.1 Tarefas da discretizacio:

A discretizacdo de atributos continuos envolve, entdo duas subtarefas, sendo a
primeira a definicdo do numero de intervalos considerando a ordenagdo dos valores do
atributo. A segunda diz respeito ao mapeamento de todos os valores de um mesmo intervalo
para um valor de categoria. O resultado dos dois passos ¢, entdo um conjunto de intervalos

{(X0,X1],(x1,X2],---,(Xn-1, Xn) }, podendo X, representar - 00 € Xy, 1 oo,
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Apoés esse processo de ordenagdo e criacdo de intervalos, passa-se a fase de
classifica¢do em si. Dois métodos usualmente adotados para divisdo dos valores em intervalos

sdo explicitados abaixo:

3.2.2 Discretizacido sem Supervisiao

A discretizagdo sem supervisdo ndo usa informagdes sobre classes. Assim, deve-se ter
uma maneira de se discriminar quantos intervalos sao necessarios. Dois métodos comuns sao
a largura igual e a frequéncia igual. Na Largura igual, usam-se intervalos de mesma largura
especificados pelo proprio usuario. Essa abordagem esta condicionada pela visdo que o
proprio usuario tem do conjunto de dados, podendo levar a avaliagcdes incorretas. J4 na
frequéncia igual ou profundidade igual tem-se intervalos sem largura fixa, mas usa-se como
parametro de criagdo de intervalos o numero de objetos que se localizam em cada uma das

faixas do intervalo. Esse nimero deve ser necessariamente igual.

3.2.3 Discretizacao Supervisionada

Na discretizagdo supervisionada usam-se as informagdes adicionais dos valores das
classes de registros. Nesse caso, a divisdo dos intervalos pode ser mais bem elaborada, dado
que se considera nesse caso cada fracdo de registros de determinada classe no intervalo
considerado. Caso os valores de classes para um mesmo intervalo ocorram com a mesma
freqiiéncia, o intervalo serd o mais impuro possivel (valor 1 de entropia), caso o intervalo
tenha apenas valores de uma classe, a entropia ¢ 0. O algoritmo recebera entdo valores de
intervalos ordenados, analisard cada valor como um possivel ponto de divisdo dividindo os
valores em dois intervalos e calculando a entropia de cada intervalo. Cada divisdo representa
uma parti¢ao diferente para o atributo sendo considerado. Pega-se a divisdo cuja entropia total
seja a menor possivel. Apos isso, o processo de divisdo recomeca com o intervalo dentre os
dois considerados que tiver maior entropia (o mais impuro, com mais mistura de classes). O
processo continua até que um critério de parada seja satisfeito, por exemplo, um niimero de
intervalos estabelecido pelo usuario foi satisfeito ou quando os intervalos obtidos contiverem
um numero pequeno de registros e a entropia ndo melhora com a divisdo. A férmula para o

calculo da entropia de cada intervalo ¢ dada abaixo:
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k
€; :Zpi,j logz P (49)
i=1

Na equagdo acima, p;; representa a fragdo de registros da classe j no intervalo i, sendo

k o niimero de rotulos de classe diferentes.

A entropia total (e) da parti¢do para um determinado atributo de divisdo sera dado por
uma média ponderada das entropias individuais dos intervalos produzidos, definido como

abaixo, onde w; representa a fracao de instancias que caem no intervalo i.

n
e=)Y we, (50)
i=1
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4 Avaliagao de Desempenho e Overffiting de um modelo

4.3 Overfitting de modelo

Inicia-se a discussdo de Overffiting considerando os dois tipos de erros encontrados
em um classificador: erros de generalizacdo ou erros de treinamento [3] e [30]. Os erros de
treinamento sdo conhecidos por erros aparentes e sdo caracterizados pelo nimero de registros
mal classificados dentre o total de registros usados para treinar um modelo de classificacdo.
Os erros de generalizacdo sdo erros cometidos apds o treinamento do modelo e sdo
caracterizados por erros cometidos pelo modelo na classificagdo de registros ndo vistos

anteriormente [3].

E esperado que um bom modelo de classificagdo tenha um erro de generalizagdo muito
baixo ou quase zero e que se adapte bem aos registros de treinamento, mas ndo deve ser uma

copia dos mesmos, ou seja, pequenos erros de treinamento podem ser tolerados.

Para ilustrar a defini¢do de overffiting, pode-se considerar a ilustragao 18.

—— Training set
—-- Testset

0 50 100 150 200 250 aoo
MNumber of nodes

Iustracao 18: Taxas de erro de teste e de treinamento de um conjunto de dados, retirada de [30]

Essa ilustragdo representa o numero de erros de treinamento e teste cometidos por um
classificador de arvore de indugdo conforme aumenta a complexidade da arvore (nimero de
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nodos). No grafico consideram-se duas classes: uma positiva e outra negativa que possuem
1200 registros cada uma. No experimento acima 30% dos pontos sdo usados para treinamento
com os 70% sendo usados para teste. Usa-se o indice gini como medida de impureza e sdo

aplicados diferentes niveis de poda a arvore inicial.

Os erros de treinamento e teste (ou generalizacdo) comegam muito altos para uma
arvore com menos de 10 nodos e caem a uma taxa quase linear a medida que o ntimero de
nodos aumenta até que a arvore tenha perto de 50 nodos. Desse ponto em diante os erros de
generalizagdo aumentam enquanto os de treinamento decrescem até que ¢ alcangado uma taxa

de erro de treinamento abaixo de 10% enquanto os erros de teste ultrapassam os 40%.

O comportamento assumido pela arvore com poucos nodos e altas taxas de erro de
treinamento e teste chama-se underfitting de modelo e ocorre porque com poucas instancias
de treinamento usadas para treinar o modelo, nem todos os valores de atributos estdo

caracterizados. O resultado ¢ um fraco desempenho de treinamento e teste.

Com uma arvore com muitos nodos (isso ocorre no exemplo acima quando a arvore
ultrapassa os 50 nodos), o modelo se torna cada vez mais adequado aos dados de treinamento
até que eles sejam perfeitamente adequados aos dados de treinamento (ou uma cépia dos
atributos dos mesmos que indicam o rotulo particular de cada registro). No entanto, a
generalizacdo para registros ndo vistos, com combinagdes diferentes de atributos tende a ser
ruim, pois alguns registros da arvore podem caracterizar valores de atributos incomuns nos
dados. Quando essa presenga de ruido nos dados de treinamento se torna grande demais, pode
produzir generalizagdes erroneas. Essa ¢ a caracteristica do overffiting de modelo: baixas
taxas de erros de treinamento mas o modelo generaliza mal para instancias ndo vistas.

Analisam-se a seguir algumas causas do overfitting.

4.1.1 Overfitting devido a ruido:

O ruido ocorre devido a registros cujos valores de atributos ou classe estdo incorretos.
Como um exemplo, sdo analisadas duas tabelas relativas a registros de treinamento e teste
para o problema da classificacdo de mamiferos em que as instdncias morcego e baleia sdo
classificadas erroneamente como nao mamiferos. Os modelos e tabelas discutidos nessa se¢ao
foram obtidos de [3]. Uma arvore que se adapta perfeitamente ao conjunto de treinamento ¢

dada pelo Modelo 1 da ilustracdo 19. Embora o erro de treinamento seja 0 nesse modelo, o
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erro de generalizagdo considerando o conjunto de teste ¢ de 30%. Isso ocorre porque os
valores de atributos de humanos e golfinhos sdo iguais aos valores para baleia. O tamandué
com espinhos do conjunto de teste recebera pelo modelo 1 a classe equivocada de nao
mamifero pois, no conjunto de treinamento, todas as instincias que nao originam seus filhotes

sdo classificados como ndo mamiferos.

O modelo de arvore 2 tem uma taxa de erro de treinamento maior (ndo classifica
corretamente morcegos € baleias, instancias com classes erradas) correspondente a 20%, mas
generaliza melhor considerando o conjunto de teste, apenas erra a classe do tamandud. Entao,

como ilustrado, a arvore do modelo 1 tem problema de overfitting devido a ruido.

Tabela 3: Conjunto de Treinamento para classificar mamiferos

Nome Temperatura Origina | Quatro Patas | Hiberna | Rotulo

porco-espinho sangue quente sim sim sim sim

gato sangue quente sim sim nao sim

morcego sangue quente sim nao sim nao(Errado!)

baleia sangue quente sim nao nao nao(Errado!)

salamandra sangue frio nao sim sim nao

draga de komodo EENTIEEIT) nao sim nao nao

piton sangue frio nao nao sim ndo

salmado sangue frio nao nao nao nao

aguia sangue quente nao nao nao nao

peixe guppy sangue frio sim nao nao nao
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Tabela 4: conjunto de teste para classificar mamiferos

Nome Temperatura Origina | Quatro Patas | Hiberna | Rotulo

humano sangue quente sim nao nao sim

pombo sangue quente nao nao nao nao

elefante sangue quente sim sim nao sim

tubarao sangue frio sim nao nao nao

tartaruga sangue frio nao sim nao nao

pinguim sangue frio nao nao nao nao

enguia sangue frio nao nao nao nao

golfinho sangue quente sim nao nao sim

tamandua sangue quente | nao sim sim sim

e RaIERN sangue frio nao sim sim nao

Temperatur
Sangue Frio Sangue quent Sangue Frio
Nio Origina Nio
Sim Nio
Mamifer Nio
Modelo 2

hlamifer Nio

Modelo |

Iustracao 19: Dois modelos de classificacdo construidos a partir dos registros da tabela 3
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4.1.2 Overfitting devido a nimero pequeno de registros:

Nesse caso, o modelo falha pela falta de exemplos significativos dos grupos principais
de classes no conjunto de treinamento. O resultado é a classificacdo equivocada de varios

registros de teste dos grupos principais. O exemplo disso € ilustrado a seguir:

Tabela 5: Poucos dados de treinamento para classificar mamiferos
Nome Temperatura Origina | Quatro Patas |Hiberna |Rotulo

salamandra sangue frio néo sim sim nao

peixe Guppy sangue frio sim nao nao nao

aguia sangue quente |nao nao nao nao

poorwill sangue quente |nao nao sim nao

platypus sangue quente |n&o sim sim sim

Temperatura
corporal

Sangue quente Sangue frio

Nao
Mamifero

Sim

ao

N
Quatro Patas Nao
Mamifero
Sim K\Tﬁo

Mamifero Naéo
Mamifero

Hustracio 20: Modelo de classificacdo construido a partir da tabela 5

No exemplo da arvore montada acima, todos os principais grupos de mamiferos sao
classificados de forma errada como ndo mamiferos (como por exemplo humanos e golfinhos).
Pois o tnico representante dos mamiferos nos registros de treinamento ¢ um animal chamado
“platyplus”’que hiberna, tem quatro patas e ndo origina seus filhotes. Mas a quase totalidade
dos mamiferos ndo hiberna, e origina seus filhotes. Os registros de treinamento adequam-se

bem a arvore montada (o erro de treinamento novamente ¢ zero), mas O representante
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mamifero do grupo, além de ser um caso raro de mamifero que foge a regra ¢ o unico

representante da qual se faz a classificacdo. Novamente se tem overfitting nesse caso.

4.2 Avaliagdo do desempenho de classificadores

Algumas medidas para se evitar o overffiting sdo: ndo permitir que o modelo se
adeque perfeitamente aos dados do treinamento e avaliar o desempenho de varios modelos
considerando diferentes parametros de treinamento [9], [8] e [25]. No caso de arvores de
indugdo, por exemplo, seria interessante ter alguma métrica para avaliar o desempenho dessas
varias arvores sobre o mesmo conjunto de treinamento mas com diferentes niveis de poda e
considerando os erros de generalizagdo dos classificadores, pois como visto na se¢do de
Overffiting, a avaliacdo apenas dos erros de treinamento ¢ uma medida pobre de avaliacdo de
modelos. Do mesmo modo, em classificadores SVM pode-se analisar o desempenho de varios
modelos sobre 0 mesmo conjunto de treinamento, no entanto com a consideragdo de varias
funcdes de kernel e valores de custo C associados. Considerar mais exemplos de treinamento
também seria interessante para diminuir a influéncia de ruidos. Intuitivamente também pode-
se afirmar que quanto maior o conjunto de teste, mas exata a estimativa do erro. A visdo de
um modelo mais simples que ndo se adeque perfeitamente aos dados de treinamento também
¢ referido como Lamina de Occam [7], que apresenta uma visdo intuitiva: “Dados dois
modelos que consideram o mesmo conjunto de treinamento € que tem mesmo erro de

generalizacdo, o mais simples ¢ preferivel”.

A seguir s3o listadas algumas técnicas de como avaliar o desempenho de dois

classificadores.

4.2.1 Hold-out

Nessa estratégia, separa-se o conjunto de dados originais em treinamento e teste (cerca

de 2/3 dos dados para treinamento e o restante para teste).

Para uma idéia mais clara dessa estratégia, considera-se a ilustracdo 21 dada abaixo
obtida de [30], onde diferentes modelos classificatorios sdo obtidos por meio de fungdes
lineares, quadraticas ou por regressdo linear ndo-paramétrica pela jungdo dos “pontos de
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dados” sob um mesmo conjunto de validacdo e treinamento. A inferéncia da funcdo ou
modelo que tem a taxa de acerto mais aproximada € feita por essas regressoes, determinando
0 quanto o ponto de teste esta distante da fungdo considerada. Por simplicidade, sdo
mostrados 10 pontos representando os dados, onde sete deles sdo separados para treinamento

(montagem da fung¢do de regressdo) e os restantes serdo usados como um conjunto de teste:

4 ¥
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n A B a———
- o~ "
¥ -F"'_F;-" >4 \\
y ™ ___,-r""_' - L] I-Iil L ] .-"’" L 1'\
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Tlustracao 21: Separacao de valores em treinamento e teste. (a) Regressao linear, (b) Regressao
quadratica e (c) Por juncio de pontos. Disponivel em [30]

Na ilustra¢do 21, o desempenho de cada fun¢do acima treinada com 7 de 10 pontos ¢
obtido pela andlise do qudo distantes os trés pontos restantes estdo da funcdo f. Assim, a
média do erro quadratico principal medido para a funcdo linear é de 2.4, para a funcao
quadratica o erro ¢ de 0.9 e para a jungdo de pontos o erro ¢ de 2.2. A juncdo de pontos
significa um modelo que se adequa perfeitamente aos dados de treinamento e € por isso
sujeito a overfitting de modelo como explicado, generaliza mal para objetos ainda nado vistos.

Com a andlise acima, infere-se que o modelo mais adequado ¢ aquele de menor erro
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quadrético, cuja generaliza¢do para pontos nao vistos na formag¢ao da funcao apresenta melhor
aproximag¢do da mesma, portanto, o modelo delineado pela funcdo quadritica ¢ o melhor

nesse caso. O erro médio quadratico pode ser calculado como:

2

1<
EMQ = ; : ,(‘xi[est] - xi[real]) (60)
i=1

Na equagao 60, Xjes € 0 valor estimado para a variavel X; € Xifreal) S€u valor real sendo

n o niumero de instancias preditas.

E também usual para classificadores que inferem um valor para a classe de cada uma

das instancias de teste, o calculo a acuracia e da taxa de erros desse classificador:

acertos
accuracy = ——— (61)
nteste
erros
tErros = ——— (62)
n teste

Nas equagdes acima, erros ¢ o numero total de erros cometidos no conjunto de teste,

acertos ¢ o total de acertos do conjunto de teste e ne € 0 nimero total de instancias de teste.

O hold-out pode apresentar problemas com um nimero menor de registros ja que
menos registros serdao usados para treinamento. Os modelos podem ser restritivos e se 0s

dados forem formados por muitos pontos de ruido, pode-se ter overffiting.
4.2.2 Hold-out repetido

Uma outra estratégia é repetir o hold-out para diferentes sub-amostras, o que também
pode ser chamado de Sub-amostragem Aleatdria. Nesse caso os registros selecionados para
treinamento e para teste mudam a cada execuc¢do da sub-amostragem, sendo a precisdo geral

dessa sub-amostragem dada pela equacdo 63.
k
Pe=2" (©3)
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Na equacdo acima, Pg indica a precisao geral do método de sub-amostragem que ¢
dado pelo somatorio das precisdes calculadas para cada iteracdo i (a precisdo na iteragdo ¢ Pi),
dividindo pelo total de iteragdes k. E uma maneira mais confiavel de se avaliar o desempenho
de varios classificadores sobre o mesmo conjunto de treinamento ¢ teste a cada iteracdo.
Porém o método ndo prové uma maneira confidvel para saber quais registros ja fizeram parte
de teste e treinamento e isso implica que um mesmo registro pode ser usado muitos vezes

seguidas para teste.

4.2.3 Validacao Cruzada

A validagdo cruzada ¢ uma alternativa ao Hold-out, podendo ser feita de diversas

maneiras. Serdo explicadas trés formas bem conhecidas.

Uma delas ¢ a divisdo dos conjuntos para treinamento (conjunto 1) e para teste
(conjunto 2) com 50% dos registros originais para cada um. Primeiro o desempenho de cada
um dos classificadores ¢ avaliado através da montagem do modelo com o primeiro conjunto, e
a avaliacdo do modelo ¢ feita com o segundo conjunto. Na segunda etapa o conjunto que era
usado para treinamento vira o de teste e o que era usado para teste serd agora o de treinamento
e a avaliagdo do desempenho dos classificadores ¢ novamente calculada. A taxa de erro para
um determinado classificador ¢ dado pela média dos erros de ambas as execugdes. Essa

abordagem ¢ denominada validagdo cruzada de duas partes.

Em uma segunda abordagem denominada /eave one out, o procedimento de avaliagao
¢ repetido varias vezes com um dos registros apenas sendo deixado para teste ¢ todos os
demais sendo usados para treinamento. Assim, caso sejam usados 10 registros no total, serao
feitas dez execucdes dessa validacdo cruzada, onde cada um dos registro ¢ usado para teste
exatamente uma vez. Tem a vantagem de maximizar os registros de treinamento e verificar
mais facilmente anomalias nos dados no caso de um registro fugir a regra daqueles que
possuem a mesma classe. Sua desvantagem reside na alta varidncia que pode ser obtida nos
teste e a execugdo ser computacionalmente custosa (se forem 1000 registros, serdo 1000
iteracdes, caso sejam 10000, serdo 10000 iteracdes, etc). Nesse caso o erro geral novamente €

obtido pela média dos erros de todas as execu¢des conforme mostrado anteriormente. Esse
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procedimento ¢ ilustrado abaixo para o caso do classificador linear e mesma disposi¢ao de

registros vista na ilustragao 21.

Tustracgao 22: Leave one out cross validation disponivel em [30]

A terceira e ultima abordagem ¢ denominada de validagdo cruzada de k partes. Nessa
abordagem, divide-se o conjunto de dados original em subconjuntos de tamanho igual. No
exemplo dado pela ilustracdo 23 os dados sdo divididos em trés partes contendo trés
instdncias cada. Durante cada iteracdo da avaliacdo de desempenho, um dos grupos ¢
escolhido para teste enquanto os demais sdo usados para treinamento. Sendo k o nimero de
conjuntos obtidos, o experimento ¢ realizado k vezes o que significa que cada parti¢ao ¢ usada
para teste apenas uma vez e assim, cada um dos registros ¢ também testado apenas uma vez,
ndo havendo o problema do registro ser usado mais de uma vez para teste que ocorria com o
holdout. A média dos erros ¢ avaliada para cada classificador como anteriormente explicado e
o classificador com menos erros de generalizagdo sera o mais adequado ao problema em
questdo. Entdo no procedimento da ilustragdo 23, as instancias sdo separadas em trés grupos:
vermelhos, verdes e azuis, sendo k=3. Primeiramente o classificador ¢ treinado com todos os
pontos menos os vermelhos (curva vermelha). O modelo obtido ¢ testado nos vermelhos € o
erro médio quadratico ¢ computado. O mesmo ocorre para os demais conjuntos azuis e
verdes. No final o classificador com o menor erro € eleito o melhor para o problema em

questao.
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Iustracio 23: K-fold cross validation onde k=3, disponivel em [30]

Na ilustrag¢@o acima, o erro encontrado para a média quadratica das instincias de teste
nas trés execugdes do algoritmo da validacdo cruzada de k-partes resulta em um erro de 2.05
para o classificador linear, 1.11 para o classificador quadratico e 2.93 para o classificador que
tem erro de treinamento 0 ( dado pela jun¢do de todos os pontos que representam instancias

de treinamento em uma determinada iteragao da validacao cruzada).

Portanto o classificador mais adequado ¢ aquele representado pela regressao
quadratica pois generaliza melhor (tem menos erros de teste, os pontos de teste ficam mais

proximos da func¢ao considerando a média de todas as iteragdes).

4.2.4 Avaliacio por uma Matriz de confusio

As abordagens anteriores ndo consideram os custos associados aos erros cometidos
por um classificador para cada uma das classes. Dependendo da natureza do problema isso
pode ser necessario. Por exemplo: em um programa que detecta cogumelos comestiveis e nao
comestiveis, pode ser interessante considerar que, se o programa classificar um cogumelo
comestivel como nao comestivel € um erro menos grave do que o oposto: classificar um nao-
comestivel como comestivel. Pode-se, portanto atribuir um peso para cada classificagdao
equivocada de instincias relativas a classe real das mesmas. No exemplo dado pode-se
considerar que a associagao de um cogumelo ndo comestivel como comestivel tera um peso 3

na computacdo dos erros. O programa podera associar peso 1 no caso oposto.

- 80 -



Nesse sentido cria-se uma matriz denominada matriz de confusdo que mostra o
numero de classificagdes corretas em oposi¢do as classificagcdes preditas para cada uma das
classes. Cada uma das classificagdes erradas pode ser associada a uma matriz de pesos, por
exemplo ¢ a taxa de erros pode ser computada considerando essa matriz. Abaixo encontra-se
uma matriz de confusdo para classificagcdo binaria junto com algumas medidas que podem ser

definidas através da matriz de confusao:

Tabela 6: Matriz de confusio

Precisdo
Classe | Preditos como C+ | Preditos como C- | Precisao da classe |Recall Total
T, T,
C+ Tp Fn Tp + F.rz TP + FF Tp + Trz
M
T, T,
C- Fp Tn Fp + Tn T, +F,

Na tabela acima, T, ¢ o nimero de exemplos corretamente classificados como
positivos e F, ¢ o nimero de exemplos erroneamente classificados como positivos. De
maneira similar definem-se os outros. Na tabela, a precisdo da classe indica dentre os
elementos classificados como positivos, uma taxa de acerto. Da mesma forma define-se a
precisdo da classe negativa. O Recall da classe positiva indica a porcentagem dos elementos
efetivamente positivos dentre todos aqueles classificados como positivos. De maneira analoga
define-se o Recall da classe negativa. Finalmente a precisdo total define a acurdcia do

classificador com n = T, +F,+Fp+T,.
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5 RESULTADOS DO EXPERIMENTO

5.1 Introducao

Fontes de dados escondidas sdao bancos de dados subjacentes aos sites Web que podem
ser acessiveis via interfaces de consulta disponiveis na Web. Madhavan et al.[2] estimam que
devem existir cerca de 25 milhdes de fontes de dados escondidas na Web. A grande
quantidade de fontes, a disponibilidade imprevisivel e as constantes diferencas entre os

esquemas de dados requerem técnicas automaticas e dindmicas de integracao.

Mediadores de consultas sdo aplicacdes que promovem a integracdo de fontes de
dados. Eles devem ser capazes de distribuir consultas de usudrios entre diversas fontes de
dados e mesclar os resultados obtidos de modo a permitir uma visao integrada e uniforme das

fontes consultadas.

Nesse contexto, um dos problemas a serem resolvidos ¢ a distribuicdo da consulta
original entre fontes de dados disponiveis. Sem duvida, devido ao grande niimero de fontes
torna-se necessario selecionar, dentre todas, aquelas que mais provavelmente contém dados
relevantes. Uma possivel estratégia poderia ser classificar o conteudo das fontes por dominio
de informacao e selecionar somente aquelas que coincidem com o dominio de informacao da

consulta formulada.

O experimento apresentado nessa secdo visa explorar métodos de classificar o

conteudo das fontes de dados escondidas na Web.

5.2 Meétodo

Meétodos de classifica¢do de fontes Web podem ser de dois tipos, aqueles que sondam
o conteudo das fontes de dados e aqueles que utilizam caracteristicas aparentes dos sites que

hospedam as fontes de dados. Nesse trabalho busca-se explorar os métodos do primeiro tipo.

Como conjunto de dados de teste utiliza-se o UIUC Web integration repository [13]
que foi produzido especificamente para classificagdo de bancos de dados. Esse repositorio ¢
encontrado em grande niimero de trabalhos com deep web [8], [25], [32] e [33], 0 que mostra
que o dataset é reconhecido pela comunidade académica. Ele contém dados extraidos de 447

sites Web classificados em oito categorias diferentes, tais como, automoveis, livros, hotéis,
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http://metaquerier.cs.uiuc.edu/repository/
http://www.profusion.com/
http://www.completeplanet.com/
http://dir.yahoo.com/
http://www.orbitz.com/

etc. Os dados consistem de paginas HTML e resultados de consultas submetidas as interfaces
de busca de cada site. A vantagem de utilizar esse conjunto de teste ¢ que ele ¢ largamente

utilizado, o que permite a comparagao de resultados.

Escolheu-se utilizar a técnica Support Vector Machine (SVM) de classificagdo, pois
apresenta resultados na maioria das vezes superiores a outros classificadores na categorizagao
de informacgdes textuais, de acordo com alguns autores como [5], [8], [9], [10], [17], [25].
Segundo essa técnica os objetos a serem classificados devem ser representados por vetores de
caracteristicas (se¢do 2.6). Cada dimensao do vetor representa uma caracteristica diferente do
objeto e cada coordenada representa uma medida da caracteristica associada ao objeto por
algum critério. Sendo assim, pode-se representar os sites de varias formas diferentes como,
por exemplo, pelo conjunto de palavras que ocorrem nas paginas HTML capturadas. Cada
dimensao representa um peso associado a uma palavra diferente e as coordenadas representam
a freqii€éncia com que cada palavra ocorre no site. Essa representagdo provém da intui¢ao de
que dominios de informagdo diferentes possuem conjuntos de palavras caracteristicos, como

por exemplo, o jargdo utilizado em medicina, engenharia, comércio de livros, filmes, etc.

A representacao anterior, no entanto, pode apresentar um problema. A frequéncia com
que a palavra ocorre no site pode ndo determinar nenhuma correlagdo com a categoria a qual
ele pertence. Pode, sim, estar relacionada com a quantidade de paginas capturadas. Pode-se,
entdo, utilizar uma variacdo da representacdo anterior onde as coordenadas sdo valores

bindrios correspondentes a presenca ou ndo da palavra no site.

Pode-se ser ainda mais especificos quanto a medida associada as caracteristicas dos
sites. Pode-se recorrer as técnicas de recuperagdo de informacdo [6] que representam
documentos e consultas por vetores de tokens e onde as coordenadas sdo calculadas segundo
o term frequency — inverse document frequency (TF-IDF) de cada token. O TF-IDF exprime a
intui¢do de que quanto mais frequente um token em um documento, mais discriminador ¢ o
token para o documento e quanto mais frequente um token no conjunto de todos os
documentos menos discriminador ¢ o token para o documento. O calculo do peso de cada
token em um documento ¢, portanto, uma medida relativa ao balanceamento entre esses dois
fatores discriminados acima e a defini¢do de cada fator ¢ dado pela anélise das equagdes 64,

65 ¢ 66.

frequency; ;

max( frequency; ;)

Jij = (64)
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Na equagdo acima, frequency;; € a freqiiéncia do termo k; no documento DOC;. O
denominador refere-se a normalizacdo realizada onde divide-se a freqiiéncia do termo
considerado pela freqiiéncia maxima do termo encontrado no documento. Assim, quanto mais

proxima € a freqii€ncia do termo corrente comparada 4 maxima, mais proximo f;;sera de 1.

O fator IDF calculado sobre cada termo de cada documento ¢ dado abaixo:

: N
idf; = log— (51)
n;

Na equacdo do fator IDF, N ¢ o total de documentos do sistema e n; o niimero de
documentos no qual o termo de indice k; aparece. Esse ¢ dito um fator de dissimilaridade
entre um conjunto de documentos relevantes e o restante. Assim, se um token ocorre em um
nimero muito grande de documentos, n; se tornara aproximadamente igual a N e o IDF sera
proximo de zero. Isso indicara que o token ndo agrega valor na caracterizagdo dos

documentos.

O célculo do peso de um determinado token i para o documento j serd, por sua vez

uma combinagao entre esses dois fatores:

weight; ; = TF - IDF (66)

Por fim, se pode indagar se as paginas HTML de cada site sdo suficientes para
classifica-lo ou se sdo necessarios os dados extraidos dos bancos de dados subjacentes as

fontes. Todas essas possibilidades foram exploradas no experimento apresentado nessa se¢ao.

5.3 Execugéao

Para a realizagdo do experimento utilizou-se a linguagem Java para percorrer o dataset
citado e realizar as tarefas de classificagdo. Em um primeiro momento separa-se 75% das
fontes de dados de cada dominio para serem utilizadas no treinamento do modelo (dataset de
treinamento). Os diretdrios restantes representativos de cada dominio de site (25% restantes)

serdo usados como um dataset de teste para testar o modelo gerado no treinamento.
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Cada site ¢ representado por um diretdrio e estad associado a uma categoria ou
dominio, como explicado e ¢ composto por paginas HTML oriundas de dois diretorios:

homecached e interfacecached.

Para realizar as classificagdes, € necessario o percurso de cada um desses diretorios e
para cada site apenas a pasta homecached ou apenas a pasta interfacecached ou ambos. Essa

opcao ¢ configurdvel através do programa em Java.

Para cada pagina pertencente a um site devem ser obtidos termos ou tokens

representativos para se realizar a classificacdo pelo dominio daquele site.

Nesse sentido, utilizou-se a biblioteca Java Jericho HTML Parser [14], o qual permite
manipulacdo de partes de um documento HTML, assim como identificacdo de tags e extracao
de termos entre tags. Nos experimentos foram obtidos termos da tag Body das paginas. No
entanto nem todos os termos obtidos agregam significado relevante para categorizar fontes de

dados.

Apods a obtencdo dos tokens uma lista de stop words pode ser usada para ignorar
termos irrelevantes como artigos, pronomes, advérbios, interjeicdes, etc. Além disso para
todos os testes realizados se o termo é um verbo ou substantivo poderd ser necessario
lematiza-lo, ou seja, considerar apenas seu radical (parte invaridvel do verbo ou substantivo e
que exprime a idéia geral do termo). Informag¢des numéricas (como tais como anos, nimero
de clientes etc) também serdo desconsideradas. A lematizacdo e remoc¢do de stop words ¢

realizada através da framework Java Dragon Toolkit [15].

Apo6s o percurso de cada uma das paginas de um site ¢ necessario a realizagdo da
obtencdo dos pesos de cada um dos tokens por uma das técnicas ja citadas (Vetorial TF-IDF
ou Binario). O resultado dos pesos gerados para cada um dos tokens de cada site serad

armazenado em memoria.

Apos a obtencao dos pesos de todos os tokens de cada site € necessario a escrita de um
arquivo texto (para treinamento) que possa ser entendido pela biblioteca libsvm [16], que tem
por objetivo fornecer um conjunto de funcdes e executaveis para se realizar tarefas de
classificagdo por Support Vector Machine (SVM). Nesse caso, usa-se 75% das fontes de cada
dominio para o treinamento do modelo e o restante para predicdo do modelo. A idéia ¢ que
um bom modelo de classificacdo terd grande capacidade de generalizacdo para fontes de

dados nao vistas no treinamento do modelo.
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Nos experimentos também variou-se um conjunto de fung¢des de kernel para cada
modelo gerado. A fun¢do de kernel € necessaria ao SVM de modo a realizar o kernel trick
(como explicado na subsegdo 2.6) provendo uma separagdo entre instancias de classes
diferentes que de outro modo ndo seriam separaveis linearmente. Nesse sentido, um nimero
muito grande de fungdes de kernel podem ser usadas e devido & natureza n-dimensional do
problema de classificagdo ndo se sabe de antemao qual serd o melhor kernel para o problema.
Ainda ¢ de conhecimento que somente alguns poucos kernels tem tido desempenho
satisfatorio para um grande nimero de problemas [17],[9]. Utilizaram-se trés desses kernels, a

saber: kernel sigmoidal, kernel RBF e o kernel linear.

Tabela 6: Funcdes de kernel utilizadas

Kernel Expressao Parametros Parametros
Linear K x;, X | = x; X
Klxi ) = exp - ) :
(X x) =expl ——= || & — % 4
RBF A "\ | T
Ki ! I [ L |+ | By, o7
(X %) = tanh] ——= lx;- 2;) .
Sigmoide b 26 'J Fo

Na tabela acima, cada x; ¢ X; correspondem aos atributos das instncia i ou j onde 1 €

diferente de j

Além da fungdo de kernel, um fator de penalidade C deve ser arbitrado para impedir
um erro de treinamento muito grande. Também variou-se um fator gamma tal que gamma
I
vale 2o? para os kernels RBF e Sigmoide.

Considerou-se a realizagdo de 10-fold cross validation para cada combinagdo de varios
pares de parametros C e gamma considerando cada um dos kernels utilizados e cada
configurac¢ao de treinamento (geragao de pesos e local de extrag¢do). O par (C,gamma) com a
melhor percentagem de cross validation € escolhido e o modelo de classificacdo sera treinado
a partir dessa configuragdo. Com o modelo treinado, ele serd usado para predizer a categoria
dos sites do dataset de teste anteriormente separado. Em ambos os casos, uma percentagem

sera obtido relativa a accuracy de 10-fold cross validation e de predi¢do. O intervalo de
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valores para geracio de pares de (C,gamma) considerado foi (C =27,27, ..., 2') e (gamma =
2B 23) . Considerou-se uma combinacdo de todos os valores de C e gamma desses
intervalos. Tem-se boas chances de encontrar um par (C, gamma) com acuracia elevada

levando em conta esses intervalos para uma variedade de aplicagdes segundo [17].

Além disso o framework libsvm foi usado com uma estratégia de um-contra-restante
para inferir a percentagem de cross validation ou predi¢do para cada modelo gerado (j& que o
SVM apenas suporta classificacdo binaria) com estimativa de probabilidade, ou seja, a classe
com a melhor percentagem de acertos para uma dada instidncia serd considerada a classe

predita para a instancia.
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5.4 Resultados

Os resultados de todos os testes realizados para cada combinagdo de parametros de
treinamento considerando os melhores valores de (C,gamma) podem ser vistos na tabela

abaixo em ordem decrescente de desempenho de cross validation:

Tabela 8: Resultados dos testes realizados

Método de | Desempenho | Desempenho

Tipo de Kernel Gamma Custo Origem Tokens | Representagéo Cross Predigao

Linear Nao usado | 0,031 interfacecached | VETORIAL TF-IDF | 85,95% 76,47%

RBF 3,05E-05 512 interfacecached | VETORIAL TF-IDF | 84,48% 78,15%

Sigmoide 0,03125 2 interfacecached | VETORIAL TF-IDF | 83,99% 78,43%

Linear Nao usado | 0,031 homecached VETORIAL TF-IDF | 83,66% 78,43%

RBF 4,88E-04 32 homecached VETORIAL TF-IDF | 82,99% 77,31%

Sigmoide 2 0,125 homecached VETORIAL TF-IDF | 82,69% 77,31%
homecached e

Linear Nao usado | 0,125 interfacacached | VETORIAL TF-IDF | 82,18% 72,90%
homecached e

RBF 1,22E-04 512 interfacacached | VETORIAL TF-IDF | 80,86% 71,03%
homecached e

Sigmoide 0,5 0,5 interfacacached | VETORIAL TF-IDF | 79,54% 71,03%
homecached e

Sigmaide 3,05E-05 512 interfacecached | BINARIO 74,63% 68,07%
homecached e

RBF 3,05E-05 2048 interfacecached | BINARIO 74,33% 63,87%

Linear N&o usado |0,5 interfacecached | BINARIO 74,18% 68,63%

RBF 3,05E-05 8192 interfacecached | BINARIO 74,18% 67,65%
homecached e

Linear N&o usado 0,125 interfacecached | BINARIO 74,03% 64,71%

Sigmaide 4,88E-04 512 interfacecached | BINARIO 73,86% 65,69%

RBF 3,05E-05 2048 homecached BINARIO 67,00% 59,81%

Sigmoide 3,05E-05 2048 homecached BINARIO 66,67% 59,81%

Linear N&o usado 0,125 homecached BINARIO 66,34% 59,81%

A tabela acima nos mostra alguns resultados interessantes. Em primeiro lugar, a
considerac¢ao dos pesos como vetores nos proporcionou a obten¢do de melhores resultados do
que qualquer outra configuracdo com pesos binarios, o que mostra a validade da afirmacdo de
Salton (1988) [19], que reconhece a limitacdo de pesos binarios. Com relacdo ao método de
representacdo Vetorial TF-IDF, os melhores resultados foram obtidos quando a extracao

considerou apenas a pasta interfacecached (resultados de busca de palavras-chave) dos sites, o
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que demonstra que a categoria de um site pode ser inferida por um classificador apenas
considerando os resultados retornados das interfaces de busca do site. A extragdo de termos
apenas da homepage tem resultados ligeiramente inferiores para o método vetorial e a
consideracdo da extragdo de termos de ambos faz com que os resultados da accuracy obtida

por cross validation caiam em até 6% e para predi¢ao utilizando um dataset de teste até 7%.

Nesse sentido a utilizacdo dos kernels Linear, RBF ou Sigmoéide sdo muito parecidos
em termos de resultados como pode ser visto pelas melhores porcentagens de predigdo e cross
validation no topo da tabela. Além disso o pior resultado de cross validation produzido pela
representacao vetorial tem uma accuracy de cerca de 4% a mais que o melhor resultado da
representacdo bindria. Além disso, para o modelo de representa¢do binario a extragdo de
termos apenas das interfaces de busca ou de ambos (homepage ¢ interface) produz resultados
muito similares. A queda de accuracy (tanto da predicdo quanto da cross validation) ¢ mais
evidente quando se considera a extracdo de tokens apenas das paginas da homepage nesse

Caso.

Portanto mostra-se pelos resultados a superioridade de desempenho tanto de cross
quanto de predi¢ao para o modelo vetorial TF-IDF com um desempenho de cross de cerca de
86% e de predigdo de 77% para o kernel linear. Mas considerando as mesmas configuragdes
de Método de Representagao e Origem dos Tokens para treinamento e a variagdo das func¢des

de kernels, as mesmas terdo desempenho muito similar entre si.

-89 -



6 Conclusoes e Trabalhos Futuros

Nesse trabalho foi considerado um estudo da classificagdo de documentos por
maquinas de vetores de suporte (SVM). Foi feito um levantamento da parte dos sites que
melhor caracterizam um conjunto de documentos e ainda uma compara¢do entre um dos
modelos de representacdo de pesos mais utilizados: Vetorial TF-IDF com os pesos binarios
verificando a superioridade do modelo vetorial na classificagdo de dominios web. Variaram-
se trés dos kernels mais utilizadas em pesquisas recentes para cada caso estudado e foi
verificado que todos os kernels utilizados para ambos os modelos Vetorial TF-IDF ou binario
considerando as mesmas configuragdes de Método de Representacao e Origem dos Tokens
proporcionam um desempenho muito similar.

Tendo em vista os bons resultados alcangados com esse experimento, relativo a
compara¢do com outros trabalhos, como [8],[25] e [32] e que o dataset utilizado no trabalho ¢
um dataset antigo (de maio de 2003) e também que muitas referéncias de sites nele
encontrados ndo existem mais (¢ um dataset ndo mais atualizado), seria de interesse obter um
dataset mais atualizado, cujas urls encontradas nos sites pudessem ser também consideradas
no calculo da classe do site de modo a aumentar a acuracia do método.

Também seria de interesse a classificacdo multiclasse, ou seja, classificar sites por
categorias e subcategorias, como uma maneira de refinamento de buscas por esses diretorios
categorizados de sites, atribuindo a consultas posteriormente realizadas maior poder de

representacao.
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